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概 要

自然言語処理分野では近年、複数言語における自然言語処理モデルの学習・管理を容易にするた
め、単一のモデルで複数の言語の入力に対応する多言語モデルが盛んに研究されている。しかしこ
れらのモデルは高い性能を達成するために、特定のタスク用に作成された教師データや翻訳デー
タなど、言語によっては十分に手に入らない貴重な言語資源に依存している。本稿ではこの問題を
緩和するため、インターネット上に集積されることで幅広い言語で容易に手に入る、あらゆる物事
（エンティティ）に関する情報が構造化された知識のデータベース（知識ベース）が、多言語モデ
ルの学習資源として有効であることを示した 2種類の研究結果についてまとめる。

1つ目は、ある言語の学習データで学習した多言語モデルを他の言語に追加学習なしで転用する
ゼロショット言語間文書分類タスクに対して、知識ベースが有効であるか検証した研究である。こ
の研究では文書データから文書に関連のあるエンティティを抽出し、これらを分類タスクにおける
追加の入力特徴量として用いる手法を提案する。文書中に登場するエンティティは単語とは異なり
曖昧性がなく文書のトピックを捉えることができ、さらに言語に依存せず定義されるという性質が
あるため、これらを特徴量として用いることで言語間文書分類の性能が改善されることが期待され
る。実験では、複数の言語間文書分類タスクにおいて、提案手法が最高性能を達成した。

2つ目は多言語モデルにおいて、複数言語の文の意味を数値ベクトルで表す多言語文表現学習に
対して知識ベースが有効であるか検証した研究である。この研究では、Wikipediaにおける各文か
らその文中に登場するハイパーリンクに対応するエンティティを推定するタスクにより、多言語文
表現を学習する手法を提案する。この手法では様々な言語の文が言語に非依存なエンティティを軸
に共通のベクトル空間上に埋め込まれるため言語に非依存な文表現が学習されることが期待され
る。実験では多言語文表現を評価するいくつかの自然言語処理タスクにおいて提案手法が既存の教
師なし多言語文表現モデルと比較し優れていることが確認された。
以上の 2つの研究では知識ベースを多言語モデルの学習資源として利用する有効性を示した。知
識ベースは現在も拡張が進められており将来的にはより幅広い言語で豊富に手に入る重要な言語資
源となることが考えられ、このような資源の活用に焦点を当てることは極めて重要である。また、
本研究の成果は今後知識ベースを含めた様々な言語資源を活用したより良い多言語モデル構築への
足掛かりとなる。
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第1章 はじめに

1.1 背景
自然言語をコンピュータで処理する自然言語処理 (Natural Language Processing; NLP)の技術
は、近年の計算機の演算能力の向上やインターネットの普及によるビッグデータの形成に伴う深層
学習技術の発展により、著しい発展を遂げている。自然言語処理技術は検索サイトや翻訳サイトを
始めとする我々が日常的に利用するサービスにも応用されており、現代社会に欠かせない重要な技
術の一つである。
何らかのタスクを解く自然言語処理モデルを学習する場合、多くの場合は人手によってラベルが
付与されたアノテーションデータを学習データとして用いる。しかし、複数の異なる言語話者の利
用を想定した自然言語処理モデルを構築する場合、2022年 1月現在世界で約 7,000の言語が存在
することを考慮すると、個別にアノテーションデータの構築やモデルの学習・管理を行うことは膨
大なコストがかかるため非現実的である。このような背景から 1つの自然言語処理モデルで複数
の異なる言語を扱うことが可能な多言語自然言語処理モデル（多言語モデル）が提案されている。
深層学習技術によるモデルの学習はモデルの内部に密な連続値ベクトルを隠れ表現として持ち、こ
れらの行列演算によって実現される。このため、多言語モデルの構築にあたっては入力系列を言語
に依存しない入力ベクトルに変換さえできればあとは単言語の場合と同様に end-to-endでの単一
のモデルの学習・推論が容易に可能である。従来煩雑な処理が必要だった多言語モデルは、この深
層学習技術との親和性の高さにより容易に構築することが可能となり近年盛んに研究されている。
近年の深層学習技術を用いた多言語モデルの構築では、まず大規模な複数の異なる言語のテキス

トコーパスを用いて言語を区別せず教師なし学習を行うことで、事前に多言語モデルを学習する。
このように構築された事前学習済み多言語モデルに対して、特定のタスク用の教師データや対訳
コーパスなどのアノテーションデータを用いて追加の学習を行うことで、特定タスクに対応する多
言語モデルが構築される。しかし上述のような何らかのタスクや言語に依存する言語資源は言語に
よっては量に限りがあるため、多言語モデルの性能を引き出せない場合がある。本稿では、高性能
な多言語モデルを学習する言語資源としてWikipediaなどの知識ベース資源が有効であるかを検
証した 2つの研究についてまとめる。

1.2 本研究の貢献
本研究では、多言語モデルにおけるゼロショット言語間文書分類タスクと多言語文表現学習にお

いて、知識ベースを活用する有効性を検証する。

1



1.3本研究の構成 第 1 章 はじめに

1つ目のゼロショット言語間文書分類における研究では、分類対象の文書に登場するエンティティ
を抽出し、これらからエンティティの該当文書への関連度に応じて重みを算出する注意機構に基づ
くエンティティベースの特徴量を計算し、これを分類タスクの入力特徴量として利用する手法を
提案する。この手法では該当文書から得られる単語ベースの特徴量に加えて、（１）言語に非依存
であり（２）文書のトピックをよく捉えるエンティティの特徴量を利用するため、言語間文書分類
タスクの性能が向上することが期待される。実験では 3つのゼロショット言語間文書分類タスクに
て、提案手法がベースラインモデルを上回る性能を達成した。

2つ目の多言語文表現学習における研究では、ベクトル空間上で文をその文に関連するエンティ
ティに近づけ、関連しないエンティティとは遠ざけることで文表現を学習する手法を提案する。エ
ンティティは言語に依存せず定義されるため、この手法によって文表現が言語非依存になることが
期待される。また、文を関連するエンティティに近づけるため、似た意味を持つ文が、類似した文
表現になることが期待される。実験では（１）複数言語の学習データで文表現を学習する多言語
の設定、（２）英語の学習データで文表現を学習する単言語の設定で提案手法により文表現を学習
し、それぞれの設定において様々な自然言語処理タスクで評価を行った。その結果、提案手法によ
り学習した文表現は多くのタスクでベースラインモデルを上回り、言語に非依存で文の意味を上手
く捉えていることが確認された。さらに本研究では多言語文表現評価用のデータセットとして 16

言語、13カテゴリからなる多言語文書クラスタリングデータセットを新たに構築した。

1.3 本研究の構成
本稿の構成について説明する。まず第 2章では本研究の前提となっている汎用多言語モデルや言
語間転移学習などの背景知識について説明する。次に第 3章では文書から抽出した知識ベースエン
ティティを追加の特徴量として用いることで汎用多言語モデルにおけるゼロショット言語間文書分
類の性能の向上を試みた研究について記述する。第 4章では文とそれに関連するエンティティを用
いた Contrastive learningを行うことで高性能な多言語文表現の学習を目指した研究について記述
する。最後に第 5章では本稿のまとめを行う。
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第2章 背景知識

2.1 汎用言語モデル
汎用言語モデルとは事前に大量の文書データで学習された自然言語処理モデルであり、用途に応
じた再学習を行うことで、該当タスクに対して高い性能を発揮することが可能なモデルである。本
節ではまず、近年の汎用言語モデル構築のベースとなるモデル Transformerについて解説し、その
後、本研究に関わるいくつかの汎用言語モデルについて解説する。

2.1.1 Transformer

従来ニューラルネットワーク機械翻訳を代表とする系列変換タスクにおいては主に Recurrent

Neural Network (RNN)やLong Short-term Memory (LSTM) [1]、Convolutional Neural Networks

(CNN)を中心としたモデルが利用されてきた。近年、これらのモデルを利用せず後述する注意機
構 (attention)を中心に構成された Transformer [2] が提案された。このモデルは RNNや LSTM

のような再帰的なモデルのように逐次的にトークンを処理する必要がないため並列化が容易であ
り、学習が高速である。また、近年では自然言語処理における多くの分野でこの機構に基づいた手
法が提案され、目を見張る成果が報告されている。以下ではこのモデルの詳細を説明する。
図 2.1, 2.2に Transformerモデルの全体図を示した。
Transformerにおける注意機構は式 (2.1)式によって表され、Scaled Dot-Product Attentionと
呼ばれる。

Attention(Q,K, V ) = softmax(
QKt

√
dk

)V (2.1)

ここで nは入力文の系列長を表す。また、Q ∈ Rn×dk、K ∈ Rn×dk、V ∈ Rn×dv はそれぞれ query、
key、valueと呼ばれるベクトルであり、入力ベクトルに各層の重み行列WQ,WK ,WV をかけるこ
とで生成される。この要素を用いて (2.1)式に従い系列内でのトークン同士の関係性を表すような
注意機構スコアが各トークンごとに計算される。またQKtの各要素が大きくなりすぎて，逆伝播
の softmaxの勾配が極端に小さくなることを防ぐために、Q、K の隠れ層の次元である dk の平方
根の絶対値で除算している。
次に図 2.1, 2.2中の Multi-Head Attention 層について説明する。この層は上述の Scaled Dot-

Product Attentionを１つのヘッドと見做しパラメータの異なる複数ヘッドを並列化したものであ
り、(2.2)式、(2.3)式で表される。

MultiHead(Q,K, V ) = Concat(head1......headh)WO (2.2)
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2.1汎用言語モデル 第 2 章 背景知識

図 2.1: Transformer (エンコーダ) 図 2.2: Transformer (デコーダ)

headi = Attention(QWQ
i ,KWK

i , V WV
i ) (2.3)

ここでWQ
i ∈ Rdmodel×dk、WK

i ∈ Rdmodel×dk、WV
i ∈ Rdmodel×dv、WO ∈ Rhdv×dmodel はそれぞ

れ重み行列を表し、Concat(·)は連結を表す。この層では複数の異なるヘッド上で複数の潜在表現
を処理するため、より豊かな情報が獲得できる。

Multi-Head Attention層の結果は Position-Wise Feed-Forward Networks (Feed Forward)層に
入力される。この層は (2.4)式で表され各トークンごとに処理される。

FFN(x) = max(0,xW1 + b1)W2 + b2 (2.4)

ここでW1 ∈ Rdff×dmodel、W2 ∈ Rdmodel×dff は重み行列であり、b1 ∈ Rdff、b2 ∈ Rdmodel はバ
イアスを表す。またmax(0, f(x))は活性化関数 ReLUを表す。

Transformerでは図 2.1, 2.2中にあるようにAdd&Norm層と呼ばれる層がMulti-Head Attention

層もしくは Feed Forward層の後に導入されている。Add&Norm層の出力行ベクトル yは以下の
式で表される。

y = LayerNorm(x + Sublayer(x)) (2.5)

ここで x は入力行ベクトル、Sublayer は Multi-Head Attention 層または Feed Forward 層の
出力を表し、LayerNormは層ごとに正規化する Layer Normalization [3] を表している。入力の
加算により入出力の差分を学習させること（Residual Connection [4]）で勾配消失を防ぎ、Layer

Normalizationにより学習速度を向上させている。
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図 2.3: BERTの概要図

Transformerでは RNNのような再帰的な構造を使用しないため、トークン間の前後関係の情報
を加える必要がある。これを実現する手法として Positional Encodingが用いられ、入力の埋め込
み行列に以下の式で表される値を要素ごとに加算することで位置情報を導入する。

PE(pos,2i) = sin
pos

10000
2i

dmodel

(2.6)

PE(pos,2i+1) = cos
pos

10000
2i

dmodel

(2.7)

ここで PEは Positional Encoding、posはトークンの系列中での位置を表し、2i、2i+ 1はベク
トル内の次元の番号を表す。
上述の機構を用いて図 2.1、2.2の Transformerモデルが構成される。点線で囲まれたブロック
を N層1重ねる。
また、Transformerでは学習を安定させるため、最初に小さな学習率を設定し、そこからあるス
テップ数まで徐々に学習率を上げていき、その後に再度学習率を下げるウォームアップという手法
が採用されている。Transformerでは学習率が最初から大きいと Layer Normalization のパラメー
タが学習初期には安定せず学習が収束しない場合があり、これに対応するためにウォームアップが
採用されている。

2.1.2 Bidirectional Encoder Representations from Trasnformers (BERT)

近年GPUやTPUなどの計算資源の発展により、大規模なデータセットで学習された数億規模の
パラメータを持つモデルが続々と考案され、様々な自然言語処理タスクにおいて高い性能を発揮して
いる。代表的なモデルとしては、LSTMモデルに基づく分散表現Embeddings from Lanuage Models

1元論文 [2] では N=6 を採用している。
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(ELMo) [5]やTransformerに基づく言語モデルGenerative Pre-trained Transformer (GPT) [6, 7]

などがある。しかし、これらの言語モデルの目的関数は一方向のトークン列の関係性の情報しか
考慮されないため、あるトークンに関して前後の情報が考慮されず、文全体の情報が重要となる文
レベルのタスクや Question Answering (QA)などのトークンレベルのタスクには向いていない。
上述の問題を解決するため、Transformerに基づく大規模事前学習モデル Bidirectional Encoder

Representations from Trasnformers (BERT) [8]が提案された。
BERTではMasked Language Model (Masked LM)とNext Sentence Prediction (NSP)と呼ば
れる二つの手法によって学習される。Masked LMでは系列中のトークンをランダムにマスクトー
クンと呼ばれる特殊トークン [MASK]に置き換え、その部分を予測するタスクを解くことで学習
する。実際に後述するファインチューニングを行う際はマスクトークンが登場しないため、事前学
習時とファインチューニング時のギャップを和らげるため実際には以下のような処理によりマスク
トークンを導入する。

• 15%の確率でトークンを選択する。それらのうち

– 80%を [MASK]に置き換える。
– 残りの 10%をランダムなトークンに置き換える。
– 残りの 10%を元のトークンのままにする。

さらに後述するファインチューニングで用いられる [CLS]トークンをトークン系列の先頭に挿
入する。また文の末尾または文の境界には [SEP ]トークンを挿入する。Masked LMによりある
トークンに関して双方向のトークンの情報を考慮された表現の学習が可能となる。

BERTではさらに NSPという学習手法も導入している。これは二つの文が連続しているかどう
かを判定するタスクである。実際には [SEP ]トークンで連結された二つの文を入力し、連続してい
るかどうかの二値分類タスクを学習する。NSPにより QAや Natural Language Inference (NLI)

などの二つの文の関係性を推定するタスクへの対応が可能となる。
BERTのアーキテクチャは Transformerのエンコーダを複数層重ねて構成される。このアーキ
テクチャにて約 330億語を含む大規模コーパスを用いて上述の手法により事前学習が行われる。

BERTを個別のタスクに適用させる際、ELMoのように隠れ層の表現のみを特徴量として用い
るのではなく、タスク用のモジュールをモデルに追加し、モデル全体のパラメータを更新する。こ
のような学習手法はファインチューニングと呼ばれる。例えば文書分類タスクを代表とする文レベ
ルのタスクを解く際は、[CLS]トークンに対応する隠れ層の最終層の表現をタスク用モジュールへ
の入力とする。

BERTは複数の言語処理タスクを含むGLUE [9]や、代表的なQAのデータセット SQuAD [10]

にて、論文公開当時の state of the artの性能を達成している。

2.1.3 RoBERTa

上述の BERTの発表後、BERTを改善した派生モデルがいくつか報告されている。Liuらの発
表した RoBERTa [11]はその派生モデルの一つであり、BERTについて分析を進め、以下に挙げ
るシンプルな改善で多くの自然言語処理タスクにおける性能改善に成功した。
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1. より大規模なデータセットかつ大きいバッチサイズにてより長時間の学習を行う

2. NSPを使用しない

3. より長い文章を用いて学習を行う

4. 入力するごとに動的に入力トークン系列のマスクパターンを変化させる

Liuら [11]は実験にて上記の改善により BERTの性能が向上することを検証している。3につい
ては、BERTではMasked LMの際、[MASK]トークンの位置を事前学習前に一度ランダムに決
めるが、それでは異なるエポックで同じマスクパータンが登場してしまう。この点を改良するため
に入力するごとに動的に入力トークン系列のマスクパターンを変化させている。その結果 GLUE

や、SQuADを含めたいくつかのデータセットにて BERTを超える性能を達成した。

2.2 言語間転移学習
2.2.1 ゼロショット言語間転移学習
深層学習技術の台頭により、自然言語処理の各分野のタスクにおいて英語などの資源が豊富な言
語を中心に目覚ましい性能の向上が報告されている。しかし、実世界に存在する約 7000の全ての
言語において人間によるアノテーションがなされた学習データを用意し、機械学習モデルを構築す
るのは非現実的である。その結果、特定の言語群に特化した技術が主に発展し、自然言語処理技術
の言語格差が進んでいる。
この問題を解決するために、ゼロショット言語間転移学習と呼ばれる、資源の豊富な言語（原言
語）におけるラベル付きデータで学習したモデルを、（特に言語資源が乏しい）他の言語（目的言
語）におけるテストデータの推論に利用する手法が盛んに研究されている。ここでゼロショットと
呼ばれるのは、目的言語のラベル付きデータを一切使わずに目的言語におけるテストデータの推論
を行うためである。
ゼロショット言語間転移学習を実現するにあたってこれまでいくつかの手法が提案されてきてい
る。Wanらは原言語のラベル付きデータや目的言語のラベルなしデータに対して、機械翻訳で翻
訳することで構築した学習データセットから感情分析の分類器を学習した [12]。また、機械翻訳
の代わりに翻訳文の集合データである対訳コーパスから言語間転移学習を実現する手法も提案され
ている。代表的な手法としてはMengらの cross-lingual mixture model (CLMN) [13]がある。こ
のモデルでは対訳コーパスを活用し、原言語文から目的言語文を復元するような学習を行うことで
対訳コーパス内に存在するがラベル付きデータには存在しない語彙を推測し言語間の差異を解消
する。
しかし、上述の手法の学習に必要となる大規模な対訳コーパスは全ての言語対で容易に手に入る
わけではない。すなわち、大規模な対訳コーパスが手に入るような資源が豊富な言語に対してしか
適用できない。これはゼロショット言語間転移学習の目的の一つである低資源言語における自然言
語処理モデルの活用の促進を実現しているとは言い難い。
その他の手法として多言語埋め込み表現を用いたゼロショット言語間転移学習の手法がいくつ
か提案されている。異なる言語においてそれぞれ独立に Skip-gram [14]などにより学習された単
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語埋め込み表現上において、似た意味を表す単語の埋め込み表現の類似度が高くなるとは限らな
い。そこで言語に依存せず、似た意味を表す単語埋め込み表現の類似度が高くなるように、複数
言語の単語埋め込み表現を何らかの方法によって共通空間に写像した表現を多言語埋め込み表現
(Multilingual word embedding)と呼ぶ。多言語埋め込み表現の代表的な学習手法として、Mikolov

ら [15]の線形写像によるものがあり、単語レベルの翻訳辞書を用いて (2.8)式のように平均二乗誤
差を最小化することである原言語の単語埋め込み表現空間から他の目的言語の単語埋め込み表現空
間への変換行列W を学習する。

ωMSE =

n∑
i=1

∥Wxs
i − xt

i∥2 (2.8)

ここで xs
i , x

t
i は単語書にある単語ペアの i番目のそれぞれの言語の単語埋め込み表現を表す。ま

た多言語埋め込み表現の学習手法には対訳コーパスで学習する手法 [16]や、単語の類似度分布を
利用することによって初期の単語レベル翻訳辞書を作成し、その辞書を利用して再度式 (2.8)式に
従って変換行列を学習することを繰り返す教師なしの手法 [17]も提案されている。
多言語埋め込み表現を用いた言語間転移学習ではモデルに対し、入力文の単語群を多言語埋め込
み表現に変換する層を最初に導入する手法が一般的である [18]。この手法において学習時は原言語
の学習データを入力データとし、多言語埋め込み表現への変換層のパラメータのみ固定しながら該
当タスクを解くモデルを学習する。次に推論時は従来通り目的言語におけるテストデータを入力
し、推論結果を得る。この手法ではモデルへの入力文の言語が学習時と推論時で異なっていても、
多言語埋め込み表現上で言語の違いが吸収され目的言語のタスクを解けることが期待される。
しかし、多言語埋め込み表現を用いた手法においても依然として人手によって作成された対訳
コーパスや単語レベルの翻訳辞書に依存しているものも多く、そのような資源が手に入る言語にし
か適用できないという問題は残る。また対訳コーパスや翻訳辞書を利用しない多言語埋め込み表現
学習手法も提案されているが、多義語の存在や文法の違いにより言語対で全ての単語が一対一対応
しているわけではないため, 単語レベルで対応関係をとるのは限界があり、言語間転移の性能が実
用的ではない場合が多い。

2.2.2 多言語汎用言語モデル
近年では言語間転移学習手法の多くは事前に多言語の大規模コーパスで学習された事前学習済み
汎用多言語モデルを用いて実現され、様々なタスクで高い性能を発揮している。
代表的なモデルの一つであるMultilingual BERT (mBERT) [8]はその名の通り、BERTを多言
語に拡張したモデルである。mBERTはWikipediaにてページ数が特に多い 104の複数言語におけ
るWikipediaコーパスを学習データとして用い、BERTと同様の手法で Transformerのエンコー
ダを複数重ねたモデルを学習することで構築される。

mBERTの興味深い点として学習データの言語と推論時の言語で語彙の重複がない場合でも高い
性能での言語間転移が可能である点が挙げられる。Piresら [19]の実験では POS taggingと呼ばれ
る品詞を推定するタスクにおいて mBERTをウルドゥー語の学習データでファインチューンを行
うと、ウルドゥー語と全く語彙の重複していないヒンディー語の推論データにおいて、ヒンディー
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語の POSタグ教師データを一切モデルは学習していないのにも関わらず 91%の正解率を達成する
ことを確認している。さらに PiresらはmBERTにおいて英語と日本語間など類型学的類似性が低
い言語間においては言語間転移タスクの性能が低下することを示しており、mBERTは言語間の語
彙の違いは吸収できるが、語順の違いは上手く吸収できていないと主張している。
その他のモデルとして RoBERTa を多言語に拡張したモデルである XLM-RoBERTa (XLM-

R) [20]がある。XLM-RはmBERTの学習時に利用したWikipediaコーパスよりもさらに大きい約
2.5TBの 100言語で構成される CommonCrawlコーパス2を用いてMasked LMにより学習され、
Cross-lingual Question Answering [21]や Cross-lingual Natural Language Inference (XNLI) [22]

などを含む様々な言語間転移タスクにおいてmBERTを超える性能を発揮した。また、XLM-Rを
提案した Conneauら [20]は事前学習時の言語数を一定数以上増加させると多言語モデルの容量に
限界がきて、個々の言語におけるタスクや言語間タスクの性能が低下してしまうことなど多言語モ
デルに関する重要な知見をいくつか示している。
これらの事前学習済み汎用多言語モデルでは対象トークンにおいて固有のベクトルを学習するの
ではなく、前後のトークン情報を考慮した文脈付き分散表現を学習することができる。この文全体
の情報が埋め込まれた分散表現を利用することで、多義語の存在や文法の違いによる言語間の差異
がある程度緩和されることが期待される。また BERTや RoBERTaにおけるMasked LMや NSP

などの事前学習手法は教師なしで行われる学習であるため、アノテーションされたデータを利用す
る必要がなく、インターネット上で公開されているテキストコーパスを大量に用いた学習が可能と
なる。従ってアノテーションデータが乏しい低資源言語への言語間転移により適した学習手法と言
える。

2.3 知識ベースの自然言語処理への活用
2.3.1 Wikipedia2Vec

知識ベースとは組織化されインターネット上に集積された知識のデータベースを表す。代表的な
知識ベースとしてはWikipedia3やWikidata4などがあり、日々有志の手によって拡張・管理され
ている。特にWikipediaは膨大であり、最も多い英語版Wikipediaでは 2022年 1月時点で 5億件
以上のページが存在している。
人間は知識ベースに存在するような実世界の膨大な知識を前提として行動を決定する。機械学習
モデルは単なるテキスト情報からのみでは、そのような実世界の知識は学習できず、人間のような
柔軟な判断ができない場合がある。そのような背景から知識ベースにおける情報を自然言語処理に
取り込む研究が盛んに行われている。知識ベースは、人物や何らかの作品、出来事などあらゆる
物事（エンティティ）を説明するページにより構成される (図 2.4)。また、エンティティに関する
情報が集約された低次元ベクトルはエンティティ表現と呼ばれる。近年のエンティティを活用した
自然言語処理の多くの研究では、このエンティティ表現を何らかの形で自然言語処理モデルに導入
する。

2https://commoncrawl.org/about/
3https://en.wikipedia.org/wiki/Main_Page
4https://www.wikidata.org/wiki/Wikidata:Main_Page
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図 2.4: 文書中に現れるエンティティの例。

図 2.5: Wikipedia2Vecの学習モデル

2.3.2 Wikipedia2Vec

エンティティ表現を学習する代表的な手法としてWikipedia2Vec [23]がある。Wikipedia2Vecは
Wikipediaのハイパーリンクで接続されたエンティティデータを利用し、以下の三つの目的関数を
最適化することで学習される。また、これらの目的関数のイメージ図を図 2.5に示す。

P (oc|oi) =
exp(Voi

⊤Uoc)∑
o∈O exp(Voi

⊤Uo)
, (2.9)

Lw = −
N∑
i=1

∑
−c≤j≤c,j ̸=0

logP (wi+j |wi), (2.10)

La = −
∑

(ei,Q)∈A

∑
wc∈Q

logP (wc|ei), (2.11)

Le = −
∑
ei∈E

∑
eo∈Cei

logP (eo|ei), (2.12)

ここで (2.9)式は Skip-gramモデル [14]の条件付き確率を表し、oはアイテム（エンティティま
たは単語）を表し、ocは oの周辺アイテムを表す。また、Vo ∈ Rd、Uo ∈ Rdはそれぞれ oに対応

10



2.3知識ベースの自然言語処理への活用 第 2 章 背景知識

する embeddingを表す。(2.10)式は Skip-gramと同様に単語が与えられた際、ある単語の周辺の
単語を推測する目的関数を表し、単語埋め込み表現を学習する。(2.11)式はAnchor context model

と呼ばれ、ハイパーリンク先のエンティティからその周辺の単語を推測することで似た意味を持つ
エンティティと単語の埋め込み表現をベクトル空間で近づける。(2.12)式は Link graph modelと
呼ばれ、ハイパーリンクで接続されたエンティティのリンクグラフにおいて、近傍のエンティティ
を推測することでエンティティ同士の関係性を学習する。

Wikipedia2Vecによるエンティティ表現学習ライブラリはオープンソースとして公開されてお
り5、容易に利用可能である。Wikipedia2Vecはエンティティリンキング [24]や固有表現抽出 [25]、
テキスト分類 [26]など、様々な自然言語処理タスクで利用されている。

5https://github.com/wikipedia2vec/wikipedia2vec
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第3章 ゼロショット言語間文書分類のための
多言語エンティティモデルの構築

3.1 序論
近年、資源の豊富な言語の教師データで学習した自然言語処理モデルを、他の特に資源が乏しい
言語に言語の教師データを一切使わずに転用する、ゼロショット言語間転移が盛んに研究されてい
る。ここで教師データを利用した言語を原言語、転用先の言語を目的言語と呼ぶ。近年では大規模
なコーパスを用いて事前に教師なし学習を行う汎用多言語モデルの登場により、ゼロショット言語
間転移学習は大きな発展を遂げた。
しかしながら近年のいくつかの研究では、汎用多言語モデルによるゼロショット言語間転移は必
ずしも上手くいかないことが報告されている [27, 28]。例えば Lauscherら [28]の研究では、言語
間転移の様々なタスクの性能と（１）言語間の類似度6、（２）事前学習時のデータサイズとのそれ
ぞれの相関を計測することで、原言語と類似していない言語や事前学習時のテキスト量が少ない言
語への言語間転移の性能が低下することを明らかにした。これらの研究は、該当文書の単語情報の
みを利用したゼロショット言語間転移の限界を示唆している。
本研究では、言語に非依存な知識ベースに紐づくエンティティを汎用多言語モデルに組み込むこ
とでゼロショット言語間文書分類の性能を向上させる、多言語エンティティモデル (a multilingual

bag-of-entities model, M-BoE)を提案する。知識ベースのエンティティは単語（テキスト情報）と
は異なり文書の曖昧性のないセマンティクスを捉えることができ、いくつかの 文書分類タスクに
活用されてきた [30, 31, 32, 33, 26]。我々のモデルは特にWikidata知識ベースのエンティティを
入力の特徴量として用いることで汎用多言語モデルを拡張する（図 3.1）。Wikidata知識ベースは、
同一の概念を表すエンティティ (e.g., Apple Inc., Епъл, アップル)に対して言語に依存しない
ユニークな識別子 (e.g., Q312)が割り当てられているという特徴がある。
多言語エンティティモデルではまず、文書データから抽出されたWikipediaエンティティをそれ
ぞれ対応するWikidataエンティティに変換し、それらのエンティティ表現の重みつき和を計算す
ることでエンティティベースの文書表現を得る。この重みは、山田らや Petersらの研究 [26, 34]に
基づき、該当文書に関連するエンティティ表現を優先的に考慮するような注意機構により獲得され
る。次に、エンティティベースの文書表現と汎用多言語モデルから得られるテキストベースの文書
表現を足し合わせ、分類タスクを解く線形分類器に入力する。Wikidataエンティティの語彙や表
現は言語を渡り共有されているため、原言語で学習したエンティティの特徴量を直接複数の目的言
語へ転移させることが可能となる。

6Lauscherら [28]は様々な言語の特徴をベクトルにエンコードする LANG2VEC [29]を用いて言語間の類似度を計算
している
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実験では、汎用多言語モデルのベースモデルとして多言語 BERT [8]と XLM-R [20]を用い、こ
のモデルを拡張することで多言語エンティティモデルを構築した。また 3つの多言語文書分類タス
ク（トピック分類タスクであるMLDoc [35]と TED-CLDC [36]、エンティティ型推定タスクであ
る SHINRA2020-ML [37]）にて多言語エンティティモデルを評価した。その結果、多言語エンティ
ティモデルは 3つのタスクの全ての言語にてベースモデルを上回る性能を達成し、さらにMLDoc

データセットでは既存の state of the artモデルより高い性能を発揮した。

3.2 関連研究
3.2.1 ゼロショット言語間文書分類タスク
文書分類タスクとは文書や記事に対してラベルを割り振るタスクである。特に 1つの文書に対し

て 1つのラベルを割り振るタスクはシングルラベル分類と呼ばれ、1つの文書に対して複数のラベ
ルを割り振るタスクはマルチラベル分類と呼ばれる。また、ゼロショット言語間文書分類タスクと
はある言語（原言語）のラベル付きの学習データを活用して、他の言語（目的言語）の文書分類を
目的言語のラベル付き学習データを一切使わずに解くタスクである。2.2.1節で述べたようにこの
タスクは機械翻訳や対訳コーパスを活用する手法 [12, 13]、多言語埋め込み表現 [18]などによって
解かれてきたが、近年では mBERTに代表される多言語汎用言語モデルによって解く手法が盛ん
に研究されており、目覚ましい成果が報告されている。

3.2.2 追加データを利用したゼロショット言語間転移学習の手法
いくつかの既存研究では目的言語の追加データを利用して言語間転移学習の改善に取り組んで
いる。Laiら [38]は目的言語のラベルなしコーパスを利用してMasked LMや Unsupervised Data

Augmentation [39]などの手法を用いて目的言語とのドメインのギャップを埋めるような学習手法
を提案している。Keungら [40]は目的言語のラベルなしコーパスを用いて、目的言語と原言語の
隠れ表現から言語が特定できなくなるように敵対的な学習を行うことで mBERTの言語間転移学
習の性能を向上させている。Dongら [41, 42]や Eisenschlosら [43]は目的言語のラベルなしコー
パスに対して、原言語で一度学習したモデルからラベルを推定（pseudo-labeling）することでデー
タ拡張を行っている。Conneauら [44]は追加の対訳コーパスを用いて、対訳コーパスを連結した
文を入力とし、Masked LMを学習する Translation Language Modelingを提案している。
しかし、これらの学習手法は目的言語ごとの追加のコーパスを必要としている。さらにそれらの
言語資源で学習した言語にしか多言語モデルを適用することができない。これらの学習手法とは
異なり、多言語エンティティモデルでは追加のコーパスを必要とせず、一つの汎用多言語モデルの
学習で複数の目的言語における文書分類の性能を向上させることができる。さらに多言語エンティ
ティモデルは汎用言語モデルの内部構造を改変することなく、外部からエンティティ表現を導入す
るような単純な実装なため、既存の汎用言語モデルや上述した学習手法に対して容易に適用するこ
とができる。
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3.2.3 エンティティによる汎用言語モデルの改善
いくつかの既存手法では事前学習段階でエンティティを汎用言語モデルに組み込む手法を提案し
ている。ERNIE [45]や KnowBert [34]では事前学習済みエンティティ表現を挿入する形で汎用言
語モデルに知識情報を組み込む。LUKE [46]や EaE [47]では事前学習時にエンティティ表現も同
時に学習する。しかし、これらのモデルでは単言語の自然言語処理タスクの性能向上を目的として
おり、巨大なコーパスによる長時間の事前学習が必要となる。提案手法の多言語エンティティモデ
ルでは事前学習を行うことなく、エンティティ情報を fine-tuning時に動的に汎用多言語モデルに
組み込む。
また、単言語の汎用言語モデルの自然言語処理タスクの性能を向上させるため、事前学習の後に
エンティティ情報を組み込む手法を提案している手法も存在する。Ostendorffら [48]は汎用言語
モデルから得られる文脈付き表現と著者エンティティを表す知識グラフ表現を連結させたものを本
分類タスクの特徴量として活用している。E-BERT [49]では知識ベースエンティティを文中のエ
ンティティ名の隣に挿入することでエンティティ関連のタスクでの高い性能を達成している。その
際、エンティティへはエンティティ表現を割り振るが、エンティティ表現空間から BERTのトー
クンベクトル空間へ写像を行うことでエンティティ空間と BERTのトークンベクトル空間の差異
を緩和している。Verlindenら [50]はスパン表現と知識ベースのエンティティ表現を組み合わせた
表現を BiLSTMベースの情報抽出モデルの内部に組み込んでいる。
これらのモデルとは異なり、多言語エンティティモデルは言語に非依存なエンティティ表現と汎
用多言語モデルを組み合わせることでゼロショット言語間文書分類タスクの性能の向上を目指す。

3.2.4 エンティティを用いた文書分類の手法
いくつかの既存研究ではエンティティを文書分類タスクに活用している。Explicit semantic analysis

(ESA)はその代表的な手法であり、各要素がある文書の各エンティティへの関連度スコアであるス
パースなベクトルを用いてエンティティベースの文書表現を作成している [30, 31, 32]。さらに Song

らは ESAで言語間文書分類タスクを扱うために ESAを拡張した cross-lingual explicit semantic

analysis (CLESA) [33]を提案した。CLESAではWikipediaの言語間リンクを用いて、原言語と
目的言語において共通するWikipediaエンティティを用いて ESAと同様にスパースなベクトルを
計算する。
提案手法は CLESA とは異なり、state of the art である汎用多言語モデルを言語に非依存な

Wikidataエンティティで計算されるエンティティベースの文書表現で拡張することで言語間文書
分類タスクの性能向上を目指す。
提案手法に最も関連性の高い手法として山田らの提案したneural attentive bag-of-entites (NABoE)

モデル [26]がある。NABoEモデルは文書中からWikipediaエンティティを抽出し、さらに抽出
されたエンティティの中で文書に関連する重要なエンティティを優先する注意機構によりエンティ
ティ表現の重みつき平均を算出し、これを用いて単言語での文書分類タスクを解いている。多言語
エンティティモデルはこのNABoEモデルの拡張モデルであり、（１）Wikidata知識ベースを用い
ることで言語に依存しないエンティティ表現を活用している点と（２）エンティティベースの文書
表現を大規模なコーパスで学習された汎用多言語モデルと組み合わせている点で異なる。
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図 3.1: 多言語エンティティモデルの概要図。多言語エンティティモデルは文書からWikipediaエ
ンティティを抽出し、それらを対応するWikidataエンティティに変換する。その後に注意機構に
基づきエンティティベースの文書表現を計算する。この文書表現と、汎用多言語モデルから得られ
るテキストベースの文書表現を足し合わせた表現を言語間文書分類の入力特徴量として利用する。

3.3 提案手法
図 3.1に提案手法である多言語エンティティモデルの概要図を表す。従来、汎用言語モデルでは
テキストを汎用言語モデルに入力し、得られるテキストベースの文書表現を特徴量としてテキス
ト分類タスクを解く。それに対し多言語エンティティモデルでは、文書が与えられた際、エンティ
ティを抽出しそれらを全てWikidataエンティティに変換する。それらのWikidataエンティティ
からエンティティベースのテキスト表現を後述する注意機構構造に基づき計算し、テキストベース
の文書表現に足し合わせる。得られた埋め込み表現を線形分類器に入力することでテキスト分類タ
スクを解く。

3.3.1 エンティティの検知
まず、多言語エンティティモデルでは入力文書からエンティティを検知するために、事前に知識
ベースから以下の二つの辞書を構築する。

• エンティティ名-エンティティ辞書（エンティティ名と知識ベースエンティティを紐付ける
辞書）

• 言語間リンク辞書（多言語のエンティティを対応するWikidataエンティティに紐づける辞書）

ここでそれぞれの辞書の例を図 3.2に示す。エンティティ名-エンティティ辞書はWikipediaペー
ジ内リンク情報 [51]を活用し、ハイパーリンクをエンティティ名、そのリンク先ページをエンティ

15



3.3提案手法 第 3 章 ゼロショット言語間文書分類のための多言語エンティティモデルの構築

図 3.2: エンティティ名-エンティティ辞書（左）と言語間リンク辞書（右）の例

ティとして抽出することで構築する。言語間リンク辞書はWikidataにおける言語間リンク情報か
ら構築する。
実際の学習・推論時には、まず文書中に登場する全ての単語・フレーズを抽出する。それらがエ
ンティティ名-エンティティ辞書におけるエンティティ名のいずれかに一致する場合に、対応する
エンティティを全て抽出する。ここで、エンティティ名-エンティティ辞書はエンティティ名に対
応し得る全てのエンティティを抽出する（e.g., “東大”から “東京大学”、“東海大学”、“東大王”）
ため、実際に対応していないエンティティを抽出してしまう場合があるが、これらの曖昧性解消は
この時点では行わず、後述する注意機構にて対処する。
次に、抽出されたエンティティ群を言語間リンク辞書を用いてWikidataのエンティティに変換
する。さらに、山田らの研究に倣いあるエンティティ名がハイパーリンクである確率（リンク確率）
とあるエンティティ名が知識ベースに紐づく特定のエンティティを示す確率（コモンネス） [52]も
事前に集計する。

3.3.2 モデル
次に、エンティティベースの文書表現を取得するため抽出したWikidataエンティティそれぞれ
に対して事前学習エンティティ表現 vei ∈ Rd を割り当てる。ここで上述した通り本手法ではエン
ティティの曖昧性解消を行っておらず、実際には与えられた文書には関係していないWikidataエ
ンティティを抽出してしまっている場合がある。この問題を解決するために山田ら、Petersらの研
究 [26, 34] に基づき文書に関連するエンティティを優先するためのエンティティ注意機構を導入す
る。実際にはK 個のWikidataエンティティが検出されたある文書Dに対して、以下の式に従い
エンティティ表現 ve の重みつき和としてエンティティベースの文書表現 z ∈ Rd を計算する。

z =

K∑
i=1

aeivei , (3.1)

ここで aei ∈ Rはエンティティ ei に対応する注意機構の重みを表し、以下の式によって学習さ
れる。
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3.4実験設定 第 3 章 ゼロショット言語間文書分類のための多言語エンティティモデルの構築

a = softmax(W⊤
a ϕ), (3.2)

ϕ(ei, d) =

[
cosine(h,vei)

pei

]
(3.3)

ここで a = [ae1 , ae2 , · · · , aeK ]は注意機構の重みを表し、Wa ∈ R2は重みベクトルを表す。また、
ϕ = [ϕ(e1, d), ϕ(e2, d), · · · , ϕ(eK , d)] ∈ R2×K は文書Dから抽出されたWikidataエンティティ群
それぞれと文書 Dの関連度合いを測る素性であり、ϕ(ei, d) はコモンネス pei と汎用言語モデルか
ら得られるテキストベースの文書表現 h ∈ Rd（e.g., mBERTの [CLS]トークンに対応する最終層
の表現）とエンティティ表現 vei のコサイン類似度を連結させたベクトルである。
そしてエンティティベースの文章表現 zとテキストベースの文書表現 hを足し合わせた表現を
ラベル cの確率を推論する分類器に入力する。

p(c | h, z) = Classifier(h + z). (3.4)

なお、予備実験の際にエンティティベースの文章表現とテキストベースの文書表現を連結させた
場合も検証しているが、足し合わせた方がゼロショット言語間文書分類タスクにおける提案モデル
の性能が優れていたため、足し合わせる手法を採用した。

3.4 実験設定
本節では提案手法である多言語エンティティモデルの評価のために行った言語間文書分類タスク
の実験設定について述べる。

3.4.1 データ
本実験では提案モデルを三つの言語間文書分類データセット（MLDoc [35]、TED-CLDC [36]、

SHINRA2020-ML [37]）で評価した。本項ではそれぞれのデータセットについて述べる。

MLDoc

MLDoc [35] はニュース記事を CCAT (Corporate/Industrial)、ECAT (Economics)、GCAT

(Government/Social)、MCAT (Markets) の 4つのクラスに分類するシングルラベル文書分類タス
クであり、8言語での文書データが収録されている。実験では english.train.1000を学習データと
して用い、english.train.1000を検証データとして用いた。また、MLDocで多言語モデルの評価を
行っている既存の研究 [35, 53]に倣い、正解率をこのタスクの評価指標として用いた。
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3.4実験設定 第 3 章 ゼロショット言語間文書分類のための多言語エンティティモデルの構築

Dataset Language Train Dev. Test

MLDoc 8 1,000 1,000 4,000

TED-CLDC 12 936 105 51–106

SHINRA 30 417,387 21,967 30k–920k

表 3.1: MLDoc, TED-CLDC, SHINRA2020-MLの 3つのデータセットにおける統計量。

TED-CLDC

TED-CLDC [36]は TED 7におけるトーク文書に対して 15のトピックラベルを付与するマルチ
ラベル文書分類タスクであり、12言語での文書データが収録されている。このタスクはMLDocと
同様にトピック文書分類タスクであるが、より口語的な表現が多く、学習データが少ないため、よ
り分類が困難なデータセットである。このデータセットにおける評価指標は既存の研究 [36]に倣
い、F1値のマイクロ平均を用いた。

SHINRA2020-ML

SHINRA2020-ML [37]は約 220種類の拡張固有表現8（e.g., Person, Country, Government)を
Wikipediaのページに付与するエンティティの型推定タスクであり、本実験ではマルチラベル分類
タスクとして扱う。公開されている 30言語の中で英語以外をテストデータとして利用した。この
タスクでは SHINRA2020-MLでの評価指標 [37]に倣い、F1値のマイクロ平均を評価指標として
用いた。

TED-CLDCと SHINRA2020-MLではそれぞれ検証データとして学習データの 5%をランダム
に抽出したものを利用した。全ての実験では英語を学習データを利用する原言語とし、その他の言
語を目的言語とした。以上のデータセットの統計量を表 3.1に示す。

3.4.2 エンティティの前処理
2019年 1月版の英語Wikipedia dump9からエンティティ名-エンティティ辞書を構築した。ま
た、2020年 3月版のWikidata dump10から言語間リンク辞書を構築した。このWikidata dump

は 45,412,720個のWikidataエンティティを含む。この際、リンク確率が 0.01以上かつコモンネ
スが 0.05以上のエンティティを抽出した.

3.4.3 ベースラインモデル
本手法は任意の汎用多言語モデルに適用可能であるが、本実験における多言語エンティティモデ
ルのベースモデルとしてはmBERT [8]と XLM-Rbase [20]を用いた。huggingfaceらの既存実装11

7https://www.ted.com/talks?language=en
8https://ene-project.info
9https://dumps.wikimedia.org/enwiki/

10https://dumps.wikimedia.org/wikidatawiki/entities/
11https://github.com/huggingface/transformers

18



3.5実験結果 第 3 章 ゼロショット言語間文書分類のための多言語エンティティモデルの構築

Model MLDoc TED-CLDC SHINRA2020-ML

mBERT 32 / 2e-05 16 / 2e-05 128 / 5e-05

XLM-R 32 / 2e-05 16 / 5e-05 64 / 2e-05

M-BoE (mBERT) 32 / 2e-05 16 / 2e-05 128 / 5e-05

M-BoE (XLM-R) 32 / 2e-05 16 / 5e-05 64 / 2e-05

表 3.2: 実験で利用したハイパーパラメータ。それぞれの枠において左がバッチサイズ、右が学習
率を表す。

を拡張することで多言語エンティティモデルを実装した。また、テキストベースの文書表現として
[CLS]トークンに対応する最終層の隠れ表現 hを用いた。
シングルラベル分類タスクであるMLDocでは汎用言語モデルのベースモデルに対して全結合層
と Softmax層を接続しCross-entropy損失を最適化することで学習した。また、マルチラベル分類
タスクである TED-CLDCと SHINRA-2020MLでは汎用言語モデルのベースモデルに対して全結
合層と Sigmoid層を接続しBinary-cross-entropy損失を最適化することで学習した。マルチラベル
分類タスクの推論時は Sigmoid層の出力が 0.5以上になるラベルを予測ラベルに追加した。
また、MLDocにおけるトピック分類タスクでは既存手法の言語間文書分類の state of the art

モデルである、93言語の対訳コーパスを用いて BiLSTMモデルにより構築された多言語文表現
LASER [54]と畳み込みニューラルネットワーク文書分類モデルに基づく多言語埋め込み表現を活
用したMultiCCA [35]と比較した。ここで平等な資源での比較を行うため、英語の教師データセッ
ト以外に目的言語ごとに追加の学習データを利用する手法や対訳コーパスを利用する手法とは比較
していない。
さらに SHINRA-2020MLを用いたエンティティの型推定タスクに関しては、3.3.1節で述べたエ
ンティティの検出法の代わりに、Wikipediaに存在するハイパーリンクから直接エンティティを抽
出する手法の評価も行った。このモデルに対しても上述の注意機構や事前学習済みエンティティ表
現を導入している。

3.4.4 詳細設定
本実験で用いたハイパーパラメータを表 3.2に示した。これらのハイパーパラメータは英語の
検証データで調整した。パラメータ更新の最適化アルゴリズムは AdamW [55]を用い、gradient

clippingは 1.0に設定した。
全ての実験では学習モデルが英語の検証データにおける評価指標の値が収束するまで学習を行
なった。学習は異なる乱数シードで 10回行い、その結果の平均と 95%信頼区間を表に示す。

3.5 実験結果
表 3.3, 3.4, 3.5にトピック分類タスクとエンティティの型推定タスクの実験結果を示す。3つのタ
スクにおける全ての目的言語で多言語エンティティモデル（M-BoE）はそれぞれのベースラインモ
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3.6分析 第 3 章 ゼロショット言語間文書分類のための多言語エンティティモデルの構築

Model en fr de ja zh it ru es target avg.

MultiCCA [35] 92.2 72.4 81.2 67.6 74.7 69.4 60.8 72.5 71.2

LASER [54] 89.9 78.0 84.8 60.3 71.9 69.4 67.8 77.3 72.8

mBERT 94.0 79.4 75.1 69.3 68.0 67.1 65.3 75.2 71.4 ± 1.4

XLM-R 94.4 84.9 86.7 78.5 85.2 73.4 71.3 81.5 80.2 ± 0.5

M-BoE (mBERT) 94.1 84.0 76.9 71.1 72.2 70.0 68.9 75.5 74.1 ± 0.7

M-BoE (XLM-R) 94.6 86.4 88.9 80.0 87.4 75.6 73.7 83.2 82.2 ± 0.6

表 3.3: MLDocデータセットにおけるトピック分類タスクの正解率。“target avg.”は目的言語に
おける結果の平均を表す。

Model en fr de it ru es ar tr nl pt pl ro target avg.

mBERT 51.6 47.7 43.9 50.6 47.9 53.1 41.3 44.2 49.4 46.2 45.1 45.4 47.1 ± 1.4

XLM-R 51.5 49.5 49.7 48.7 48.3 51.2 45.6 51.3 48.8 46.3 48.3 48.4 49.1 ± 1.8

M-BoE (mBERT) 52.9 49.5 46.2 53.3 49.2 54.7 44.7 49.1 51.0 47.6 47.7 48.2 49.6 ± 1.1

M-BoE (XLM-R) 51.7 50.0 53.8 51.3 52.3 52.9 50.5 53.1 52.0 49.3 50.5 49.6 51.8 ± 0.9

表 3.4: TED-CLDCデータセットにおけるトピック分類タスクの F値。

デル（mBERT、XLM-R）を上回る性能を示した。また、対応のあるサンプルの t検定で提案モデ
ルの目的言語の平均スコアがベースラインモデルと比較し有意水準 0.05で統計的有意性があること
を確認した。特にmBERTを拡張した多言語エンティティモデルは顕著な改善が見られ、MLDoc

での正解率は 2.7%、TED-CLDCでの F1値は 2.5%、SHINRA2020-MLでの F1値は 2.1%の性能
向上が確認された。
さらに、興味深いことに提案手法における単純な辞書に基づきエンティティを抽出するモデルが

Wikipediaページに登場するエンティティ群を直接抽出するモデル（表 3.5: M-BoE（Oracle））と
エンティティの型推定タスクで同程度の性能を発揮しており、これは提案手法の注意機構に基づい
たエンティティ検知が有効であることを示唆している。

3.6 分析
多言語エンティティモデルについて理解を深めるため、MLDocデータセットを用いていくつか
の検証を行った（表 3.6）。最初に注意機構や事前学習済みエンティティ表現、エンティティ検出
法など多言語エンティティモデルの各コンポーネントの性能に対する影響を分析した（3.6.1項、
3.6.2項、3.6.3項）。次に言語ごとに検知されるエンティティ数の違いが多言語エンティティモデル
の性能にどう影響するかを調べた（3.6.4項）。最後に多言語エンティティモデルの注意機構によっ
て選別された重要なエンティティを可視化することで定性的な分析を行った（3.6.5項）。

3.6.1 注意機構の影響
多言語エンティティモデルにおける注意機構とその学習のために利用しているコサイン類似度と
コモンネスの二つの素性が有効に機能しているかを確認するため、注意機構を取り除いたモデル
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fr de ja zh it ru es ar tr nl pt pl ro hi no

mBERT 68.5 84.2 81.3 80.7 85.2 81.4 85.6 57.4 50.7 55.6 80.4 77.7 76.9 81.8 83.6

XLM-R 73.0 82.6 77.4 75.1 84.2 81.0 85.3 58.9 69.1 63.7 79.8 80.0 76.9 83.3 82.4

M-BoE (mBERT) 69.3 85.1 82.5 82.2 86.4 83.2 86.6 61.9 54.0 59.0 81.7 79.4 80.5 82.9 84.8

M-BoE (XLM-R) 77.4 84.5 79.0 77.0 85.6 83.2 85.8 63.3 72.3 65.5 80.7 81.8 77.8 84.8 84.0

Oracle M-BoE (mBERT) 75.4 85.2 81.9 81.8 86.5 83.0 86.5 61.9 53.7 61.7 81.8 79.7 79.9 83.0 84.8

Oracle M-BoE (XLM-R) 76.5 84.8 79.6 77.2 85.5 83.4 86.2 63.0 71.8 67.6 80.4 81.5 78.8 84.8 83.2

th ca da fa id sv vi bg cs fi he hu ko uk target avg.

mBERT 84.0 81.5 80.1 80.2 72.4 79.4 79.3 74.0 74.6 75.7 74.0 77.1 81.3 78.0 76.6 ± 0.7

XLM-R 81.4 79.0 81.0 82.4 75.5 75.5 80.7 76.0 77.9 74.7 70.5 73.1 82.6 74.3 77.1 ± 1.2

M-BoE (mBERT) 85.1 83.2 81.4 82.1 75.4 82.4 81.2 76.1 76.8 77.6 78.1 79.2 82.9 80.0 78.7 ± 0.5

M-BoE (XLM-R) 82.1 80.9 83.3 84.1 78.2 78.7 81.9 79.1 79.6 76.9 71.9 75.5 84.0 77.0 79.2 ± 0.9

Oracle M-BoE (mBERT) 85.3 83.2 82.3 82.4 75.5 82.0 81.6 76.6 77.4 77.4 77.8 78.7 83.3 79.9 79.0 ± 0.5

Oracle M-BoE (XLM-R) 81.8 81.2 82.9 83.9 78.3 78.2 82.5 79.1 79.9 77.1 71.8 75.8 83.92 76.9 79.2 ± 0.9

表 3.5: SHINRA2020-MLデータセットにおけるエンティティ型推定タスクの F値。

Setting

M-BoE M-BoE

(mBERT) (XLM-R)

target avg. target avg.

Full model 74.1 82.2

Attention mechanism:

without attention 70.5 81.1

commonness only 72.4 81.8

cosine only 72.8 81.8

Entity embeddings:

random vectors 73.0 80.9

KG embedding 73.2 81.4

Entity detection method:

entity linking 71.7 80.5

entity linking + att 73.0 81.9

表 3.6: MLDocにおける提案モデルの分析結果

（表 3.6: without attention）、コモンネスのみで注意機構を学習したモデル（表 3.6: commonness

only）、コサイン類似度のみで注意機構を学習したモデル（表 3.6: cosine only）のそれぞれの性能
と比較した。
実験結果から注意機構や各素性を取り除いた場合は言語間文書分類の性能が劣ることが確認さ
れ、特に注意機構を削除した場合はmBERTでは 3.6%、XLM-Rでは 1.1%性能が低下している。
この結果は注意機構やその学習に用いた各素性が有効に機能していることを示唆している。

3.6.2 エンティティ表現の影響
多言語エンティティモデルにおける事前学習済みエンティティ表現の影響を調査するため、Wikipedia2Vec

によるエンティティ表現それぞれを（１）ランダムなベクトル、（２）知識グラフ表現 (Table 3.6:

Entity embeddings)に置き換えたモデルと性能を比較した。ここで知識グラフ表現とは知識ベー
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Model en (train) fr de ja zh it ru es avg.

External entity linking 20.0 19.2 14.6 8.15 5.2 11.7 12.7 13.8 13.2

Dictionary-based method (ours) 105.8 97.8 78.9 47.9 34.5 53.2 64.6 72.3 64.2

表 3.7: MLDocデータセットにおけるエンティティ検出数の比較

スにおけるエンティティ群とそれらの関係性からなる知識グラフが低次元ベクトルで表現されたも
のである。
実験では知識グラフ表現として state of the artモデルの一つである ComplEx [56]を利用した。

ComplExによる知識グラフ表現はwikidata5mデータセット [57]にて kge tool12を用いて学習し
た。ベクトルの次元はWikipedia2Vecに合わせて 768次元にし、その他のハイパーパラメータは
ツールの wikidata5m-complex configurationで利用されているデフォルトの値に設定した。
実験結果はWikipedia2Vecでエンティティ表現を初期化する場合が最も良い性能を発揮するこ
とを示している。また、知識グラフ表現で初期化する場合はランダムベクトルよりは良い性能であ
ることを示している。

3.6.3 エンティティ検出手法の影響
提案手法における辞書ベースのエンティティ検出手法の有効性を検証するため、多言語エンティ
ティリンキングシステムによるエンティティ検出手法との比較を行った (表 3.6: Entity detection

method)。このような多言語エンティティリンキングシステムは曖昧性のない知識ベースエンティ
ティを検出する点で提案手法と異なる。多言語エンティティリンキングシステムとしては Google

Cloud Natural Language API13を用い、検出した全てのエンティティを項 3.3.1で述べた方法と同
様にWikidataエンティティに変換した。
実験結果から多言語エンティティリンキングシステムを用いた手法より提案手法による辞書ベー
スのエンティティ検出手法の方が性能が優れていることが確認された。この結果の原因として提案
手法のエンティティの検出数の多さが考えられる。表 3.7に示すように多言語エンティティリンキ
ングシステムによるエンティティ検知数は提案手法と比較し、著しく少ない。これは多言語エン
ティティリンキングシステムは提案手法とは異なり曖昧性のないエンティティのみを検出し、文章
中のエンティティ名ではないがエンティティとなり得る語（non-named entity）を検出しないため
である。
従って提案手法が多言語エンティティリンキングシステムより優れている理由は（１）non-named

entityも重要な文書中の特徴であること（２）エンティティリンキングが曖昧性解消に成功しな
かった場合、正しいエンティティが考慮されなくなる点にあると考えられる。
さらに実験結果の節 3.5でも述べたように、提案手法によるエンティティ検出手法はエンティ
ティの型推定タスクでWikipediaのページ情報から直接エンティティを抽出する手法と比較して
も同程度の性能を発揮している。

12(https://github.com/uma-pi1/kge)
13https://cloud.google.com/natural-language
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(a) M-BoE (mBERT) (b) M-BoE (XLM-R)

図 3.3: MLDocデータセットにおけるエンティティ検出率ごとの文書分類の正解率
Dataset Model fr de it ru es ja zh ar tr nl pt pl ro Pearson

#Ent 97.8 78.9 53.2 64.6 72.3 47.9 34.5 - - - - - -

MLDoc
Rate

mBERT 5.8 2.4 4.3 5.5 0.4 2.6 6.2 - - - - - - -0.13

XLM-R 1.8 2.5 3.0 3.4 2.1 1.9 2.6 - - - - - - -0.34

#Ent 218.9 223.5 217.8 227.2 227.9 - - 227.3 185.0 190.7 166.4 134.5 211.2

TED-CLDC
Rate

mBERT 3.8 5.2 5.7 2.7 3.0 - - 8.2 11.1 3.2 3.0 5.8 6.2 -0.11

XLM-R 1.0 8.2 5.3 8.3 3.3 - - 10.7 3.5 6.6 6.5 4.6 2.5 0.17

表 3.8: 各目的言語におけるエンティティの検知数 (#Ent) と評価値の向上率 (Rate)のピアソンの
相関係数

次に、Wikidataエンティティの検出数の性能への影響を調べた。具体的には多言語エンティティ
モデル（Full model）と注意機構を取り除いたモデル（Without attention）に対して学習時と推
論時に検出されるエンティティをランダムに取り除き性能の推移を観測した。
図 3.3が示す実験結果からエンティティ検出率が高ければ高いほど、提案モデルの性能が向上す

ることが確認された。しかし注意機構を取り除いたモデルではエンティティ検出率が高くなっても
モデルの性能は向上せず一貫した結果が得られなかった。これらの結果はエンティティの検出数が
多ければ多いほど提案モデルの性能が向上し、その安定した性能向上には注意機構による重要なエ
ンティティを選別する効果が寄与していることを示唆している。

3.6.4 言語の違いの影響
提案手法では推論時のWikidataエンティティの検出数が目的言語によって異なるため、この検
出数の違いが提案モデルの言語間文書分類の性能にどのように影響するかを調べた。具体的には
MLDocと TED-CLDCデータセットにおけるそれぞれの目的言語にて（１）ベースラインモデル
に対する性能の向上率、（２）１文書あたりのエンティティ検知数の平均をそれぞれ計算し、それ
らのピアソンの相関係数を計算した。表 3.8はその結果を表す。
実験結果では明らかな相関関係は見られなかった。これはすなわち推論時における言語ごとのエ
ンティティ検出数の違いは多言語エンティティモデルの性能へあまり影響しないことを示唆する。
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図 3.4: MLDocデータセットにおける実験結果の例。“Top three entities” は注意機構によって選
別された最も影響のある（最も注意機構の重みの大きい）3つのエンティティを表す。

これは提案手法における辞書ベースのエンティティ検出手法が比較的検知数の少ない言語であっ
てもエンティティの特徴をとらえるのに十分な量のエンティティを検出しているためだと考えられ
る。例えばMLDocデータセットで最も検知数の少ない中国語であっても平均 34.5個のエンティ
ティが検出されており、性能向上率が他の言語と同等以上であることが実験結果からわかる。

3.6.5 定性評価
さらに多言語エンティティモデルがどのようにして性能改善を達成したかについて分析するた
め、定性的な分析を行った。具体的にはMLDocデータセットにおいてmBERTは分類に失敗した
が、多言語エンティティモデルは正しい分類を行った文書のうち、エンティティが顕著に影響して
いた（注意機構の重みが大きかった）例を 3つ表 3.4に示した。3つの例における多言語エンティ
ティモデルは文書に関連するエンティティを重要視している。
例えば台湾株式市場における日本語の文書では、多言語エンティティモデルの注意機構は Stock

certificate, Share price, and Taiwan Capitalization Weighted Stock Index を重要視し
ており、これらは文書のトピックを捉えたエンティティであることがわかる。

3.7 結論
3.7.1 まとめ
本研究では、同じ概念を表すエンティティが言語に依存せず定義されているWikidata知識ベー
スを用いて多言語汎用言語モデルを拡張することで、ゼロショット言語間文書分類の性能を向上さ
せる多言語エンティティモデルを提案した。多言語エンティティモデルは文書からWikidataエン
ティティを抽出し、それらのエンティティ表現から文書への関連度を考慮した重みつき和を計算す
ることでエンティティベースの文書表現を計算する。この表現をテキストベースの文書表現に足し
合わせた特徴量を用いてゼロショット言語間文書分類タスクを解く。文書のトピックを効率良く捉
えるエンティティ表現が多言語で共有されるため、原言語のエンティティで学習した多言語モデル
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は複数の目的言語における推論時においても直接エンティティの特徴量を考慮することが可能と
なる。
実験では３つのゼロショット言語間文書分類タスクでベースラインとなる汎用言語モデルや既存
の state of the artモデルに勝る性能を発揮した。さらに多言語エンティティモデルの各コンポー
ネントの性能への影響や、検出されるエンティティ数の影響、注意機構により重要視されているエ
ンティティの可視化を行うことで多言語エンティティモデルに対する知見を深めた。

3.7.2 今後の展望
本項では多言語エンティティモデルの今後の展望について述べる。
一点目は本手法を他の種類の自然言語処理タスクで評価することである。本実験ではゼロショッ
ト言語間転移タスクとして文書分類タスクを用いているが、ゼロショット言語間転移タスクには
XNLIや Cross-lingual Question Answeringなど様々な自然言語処理タスクが存在する。よって本
手法のような（１）文書のトピックを捉え、（２）異なる言語の橋渡しを行う効果を持つWikidata

エンティティが他のどのようなタスクに応用可能であるかを検証することは本手法の汎用性の高さ
を確かめる上で重要な知見となると考えられる。
二点目は他の多言語汎用言語モデルと組み合わせることである。本実験では多言語エンティティ
モデルをM-BERTと XLM-Rの 2つのみをベースラインモデルとして用いているが、これらの手
法はどちらも BERTに基づいたモデルであり、似たような振る舞いをすることが期待される。し
かし多言語モデルには LSTMに基づくモデル [54]や多言語埋め込み表現に基づくモデル [18]など
様々なモデルが存在するため、これらのモデルに対しても本手法のようなエンティティによるモデ
ルの拡張の有効性を確かめることが考えられる。
三点目は目的言語の検証データを用いてモデルのエポック数を調整した場合の性能の検証であ
る。本実験では多言語モデルの学習の収束条件として英語の検証データにおける性能が最も高いエ
ポック時のモデルとしている。しかしKeungら [53]は原言語の検証データにおける性能と目的言
語における推論時の性能は必ずしも明確な相関があるわけではないことを実験で示しており、目的
言語の検証データで調整した結果を多言語モデルのゼロショット言語間転移の性能限界の目安とし
て掲載することを推薦している。この研究に基づき、目的言語ごとの検証データでエポック数を調
整したモデルの性能を検証することが考えられる。
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第4章 エンティティを利用したContrastive

learningによる多言語文表現の学習

4.1 序論
文表現とは、文をその文の持つ意味を表す数値ベクトル表現で表したものである。文の数値ベク
トル化により言語をコンピュータが扱うことが可能となり、類似文検索や文書クラスタリング、パ
ラフレーズ検知など、文を入力とする様々な自然言語処理タスクの処理が容易になる。従来、この文
表現を生成する手法として bag-of-wordsに基づくカウントベースの手法が提案されてきたが [58]、
これらの手法は周りの文の文脈や文中の単語同士の関係性が捉えられず、文の意味を十分に埋め込
めているとは言い難い。これらの手法に対し近年では、Skip-Thoughtと呼ばれる Skip-gram [14]

における分布仮説を文レベルに拡張した手法を皮切りに、文をベクトル表現として直接エンコード
する汎用文表現モデルの研究が盛んに行われており、Semantic Textual Similarity (STS) [59]など
のタスクで目覚ましい成果が報告されている。
文表現モデルの中でも、入力文の言語に依存せず文をベクトルへエンコードできるモデルは多言
語文表現モデルと呼ばれる。これらのモデルの多くは、対訳コーパスやXNLIなど言語間で意味的
に関連する文が対応付けされたデータ （言語間資源）を用いて原言語と目的言語の文表現を近づ
ける教師あり学習を行う [60, 61]。しかしこれらの言語間資源は多言語話者によるアノテーション
作業によって構築されるものであり、言語によっては容易に手に入らない場合がある。従って、既
存の教師あり多言語文表現モデルは言語間資源が豊富に存在する言語群における学習しか行えない
という制限がある。
このような問題の緩和のため、本研究では、知識ベースの言語資源を活用した文表現学習手法に
ついて探求する。知識ベースは幅広い言語で容易に手に入り、言語に非依存であるためいくつかの
研究で多言語モデルの改善に活用されている [62, 63]。知識ベースを多言語文表現学習に活用する
ことで、既存の手法で必要とされていた対訳コーパスに依存しない幅広い言語で機能する多言語モ
デルが構築されることが期待される。
本研究で提案する文表現学習手法 Entity-Aware Contrastive Learning of Sentence Embedding

(EASE)では、Wikipediaにおけるハイパーリンク情報から文とエンティティのペアデータを構築
し、このデータを用いて文と関連するエンティティを近づけ、関連しないエンティティを遠ざける
Contrastive learningを行うことで文表現を学習する (図 4.1)。この学習により、言語に非依存な
知識ベースエンティティを軸に様々な言語の文が共有ベクトル空間に埋め込まれるため、言語に非
依存な文表現が学習されることが期待される。また、EASEでは似た意味を持つ複数の文が共通の
エンティティを軸に類似度の高いベクトルとして埋め込まれる効果も期待される。
実験では、まず EASEを単言語のデータセットを用いて英語汎用言語モデルに適用し、STSと
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Label Sentence1 Sentence2

contradiction A man inspects the uniform of a figure. The man is sleeping.

is sleeping.

neutral A smiling costumed woman is holding an umbrella. A happy woman in a fairy costume holds an umbrella.

entailment A soccer game with multiple males playing. Some men are playing a sport.

表 4.1: NLIデータセットの例

Short Text Clustering (STC)タスクで既存の state of the artの教師なし文表現モデルと比較して
勝るもしくは同等の性能を発揮することを確認した。次に、EASEを複数言語のデータセットを用
いて汎用多言語モデルに適用し、多言語 STS、多言語 STC、対訳コーパスマッチング、言語間文
書分類タスクなどの幅広いタスクで既存の多言語文表現モデルより優れた性能を発揮した。さら
に、大規模な対訳コーパスで学習済みの既存の多言語文表現モデルに対して、EASEでファイン
チューニングを行うことで低資源言語における性能を補完できることを示した。

4.2 関連研究
4.2.1 文表現
文表現を生成する古くからの手法として bag-of-wordsに基づくカウントベースの手法がある [58]。
しかしこれらの手法は文の周りの文脈や文中の単語間の関連性を捉えることができておらず、文の
意味を十分に埋め込めているとは言えない。これらの手法に対し、 Kirosら [64]は直接文をベクト
ル表現にエンコードする手法として Skip-gramを文レベルに拡張した Skip-Thoughtを提案した。
Skip-Thoughtではエンコーダ、デコーダに gated recurrent unit (GRU) [65]を用い、文書中の i番
目の文 Siからその前後の文 Si−1, Si+1を出力させるような系列変換タスクを学習させる。その際
にエンコーダ側から得られる隠れ層の表現を Skip-Thought文表現として用いる。 Skip-Thought

は教師なし学習であり、アノテーションされたデータを一切必要とせず学習可能な手法である。
また、InferSent [66]では Natural Language Inference (NLI)データセットを活用した、教師あり
の設定で文表現を学習している。NLIデータセットとは自然言語推論を学習するためのアノテー
ションがなされたコーパスであり、表 4.1のように 2つの文とその文の関連性を表す entailment、
contradiction、neutralのいずれかのラベルが付与されている。InferSentでは BiLSTMエンコー
ダから max poolingを行うことで得られる表現を文表現とし、NLIデータセットの文の関係ラベ
ルを活用した距離学習を行う手法を提案している。
これらの研究に対し、近年では事前学習済みの汎用言語モデルを活用することで文表現を学習す
る手法が提案されている。単純な手法としては事前学習済み汎用言語モデル BERTから得られる
[CLS]トークンに対応する表現や最終層の各トークンに対応する表現の平均を文表現として用いる
ことが考えられるが、これらは表現同士の意味的類似度を計算する場合には適しておらず、単語分
散表現の平均などよりも後述する Semantic Textual Similarity (STS)などの文表現評価タスクに
おける性能が悪い場合が多い [67]。以上の背景から多くの研究では汎用言語モデルに対して何らか
の形で fine-tuningを行うことで文表現を学習している。
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代表的な手法である Sentence-BERT [67]では、NLIデータセットや STSデータセットを用い
BERTや RoBERTaを文表現のエンコーダとして距離学習を行う。Sentence-BERTでは学習デー
タの種類（文同士の関係ラベルが付与されているか、文同士の類似度スコアが付与されているか）
に合わせて 3つの学習手法を提案している。その 1つの Classification Objectiveでは以下の式で
表されるような 2文の文表現をそれぞれ u, v とするとそれぞれ uと v, |u－ v|を連結したベクト
ルを Softmax分類器に入力し、文同士の関係ラベルを分類するタスクを解く。

L = softmax(Wt(u, v, |u− v|))

ここでWt ∈ R3n×k は全結合層である。
Regression Objectiveでは uと vのコサイン類似度をとり文の類似度スコアとの平均二乗誤差を
最適化する。Triplet Objectiveはあるアンカー文の文表現 sa に対して正例 sp には近づけ、負例
sn には遠ざける以下のような目的関数を最適化する。

L = max(||sa − sp|| − ||sa − sn|| + 1, 0)

Sentence-BERTは後述する STSタスクや、文表現を別の分類器の特徴量として用い、文書分類
などの下流タスクを解く SentEval [68]において発表当時の state of the artを達成しており、近年
の BERTに基づく多くの文表現学習手法のベースラインモデルとして採用されている。

4.2.2 多言語文表現
また入力文の言語に依存せず、文表現を獲得できる多言語文表現モデルについても研究が進めら
れている。この多言語文表現はゼロショット言語間転移学習や言語間の類似文検索、コンパラブル
コーパスから対訳文を同定する bitext miningなど様々な応用先がある。
多言語文表現を学習する多くの手法では大規模な対訳コーパスを用いた教師あり学習を行う。代
表的な手法である LASER [69]は英語・フランス語を目的言語とする約 220万ペアの対訳コーパ
スを学習データとして用い、エンコーダ・デコーダモデルにおける機械翻訳の学習と同様にして
stacked BiLSTMを学習する。その際にエンコーダ側の出力をmax-poolingしたベクトルを多言語
文表現として提案している。Reimersら [70]は英語 Sentence-BERTを教師モデル、汎用多言語モ
デルを生徒モデルとして対訳コーパスを活用し知識蒸留を行うことで効率的に多言語文表現を学習
する手法を提案している。LaBSE [60]では約 60億ペアの対訳コーパスを活用し、以下の式で表さ
れる additive margin softmax loss with in-batch negative sampling [71]を活用した距離学習によ
り BERTに基づくモデルを学習している。

L = − 1

N

N∑
i=1

esim(xi,yi)−m

esim(xi,yi)−m +
∑N

n=1,n ̸=i e
sim(xi,yn)

(4.1)

ここで xi, yiはそれぞれ原言語、目的言語の文表現を表し、N はバッチサイズ、sim(h1,h2)は
コサイン類似度 h⊤

1 h2

∥h1∥·∥h2∥ を表す。
DuEAM [61]では XNLIデータセットの言語間ペアデータを活用することで原言語と目的言語
における文表現の距離学習を行い、対訳コーパスを利用したモデルに迫る性能を達成している。
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これらの手法は後述する多言語 STSや bitext miningなどのタスクで目覚ましい性能を達成し
ているが、対訳コーパスやXNLIなど限られた言語にしか存在しない言語資源に依存しており、低
資源言語へは適用できないという問題点は残る。本研究では 300言語以上をカバーするWikipedia

コーパスを活用し、多言語文表現を学習する手法を提案する。

4.2.3 エンティティを用いた文表現の学習
知識ベースに紐づくエンティティを用いた文表現の学習手法として、山田らのNeural Text-Entity

Encoder (NTEE) [72]がある。NTEEでは文書中に登場するエンティティがアノテーションされ
ているDBpedia abstract corpus [73]を用い、文書からエンティティを推測するようなタスクを解
くことで文書表現を学習する。NTEEは後述する STSや Entity linkingなどのエンティティ関連
の自然言語処理タスクで高い性能が報告されている。

NTEEでは単語分散表現やエンティティ表現を Skip-gramで学習した表現で初期化し、単語分
散表現の和を文書表現としている。これに対し、提案手法ではTransformerに基づく汎用言語モデ
ルの出力表現を、事前にWikipediaを用いて学習したエンティティ表現に近づけるような学習を
Contrastive learningのフレームワークに従って行うことで文表現を学習する。
また、DOCENT [74]では提案手法と同様にエンティティとそれに関連する文を近づける学習を
行う。具体的には 3種類のエンティティを用いた事前学習手法（DUAL、FULL、HYBRID）を提
案している。DUALでは文からエンティティを推測する。また、FULLではエンティティトークン
と文を連結させた文を用いてMasked LMタスクを解く学習を行い、HYBRIDでは FULLのよう
にMLMタスクを解く際、BERTからの文埋め込み表現にエンティティ表現を連結させ、Masked

LMタスクを解く。この手法は提案手法と類似した学習を行っているが、学習の目的がエンティティ
表現の学習にある。提案手法はエンティティの言語非依存性を活用し、様々な自然言語処理タスク
への利用を想定した多言語文表現を学習することを目的としている。

4.2.4 Contrastive Learningによる文表現の学習
Contrastive Learningとはあるデータ（アンカーデータ）に対して意味が近いデータ（正例）を
近づけ、意味が異なるデータ（負例）を遠ざけることでベクトルを学習する表現学習の手法であ
る [75]。画像処理分野においては SimCLR [76]と呼ばれる手法で、ある画像データからクロップ
や回転などのデータ拡張により生成したデータを正例として利用し、ランダムな画像データを負例
として利用するような Contrastive learningを導入することで、自己教師あり学習や半教師あり学
習における画像分類タスクで既存手法の性能を大幅に上回る state of the artの性能を達成し、注
目を浴びた。

SimCLR では実際には i 番目のデータ xi に対して以下のような目的関数に従い、Contrastive

learningを行う。
ℓi = − log

esim(hi,h
+
i )/τ∑N

j=1 e
sim(hi,h

+
j )/τ

, (4.2)
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STS score Sentence1 Sentence2

2.6 Three men are playing chess. Two men are playing chess.

5.0 A plane is taking off. An air plane is taking off.

表 4.2: STS-Bデータセットにおける STSスコアの例。

ここで x+
i は xiの正例を表し、hi,h

+
i はデータ xi, x

+
i から得られるベクトルを表す。またN は

バッチサイズを表し、sim(h1,h2) はコサイン類似度 h⊤
1 h2

∥h1∥·∥h2∥、τ は温度を表すハイパーパラメー
タである。
この目的関数は cross-entropy objective with in-batch negativesと呼ばれ [77]、ミニバッチデー
タの中で正例 x+

i 以外のデータ (x+
1 , x

+
2 , · · · , x

+
i−1, x

+
i+1, · · · , x

+
N )を負例とする目的関数である。近

年の Contrastive Learningを用いた多くの研究ではこの目的関数に基づいた学習が盛んに研究さ
れている。
自然言語処理の分野においても Contrastive Learningに基づいた文表現学習手法がいくつか提
案されており、特にどのような正例ペアを用いるかが議論の中心になっている。ConSERT [78]で
は敵対的摂動やトークンのシャッフル、トークンやトークベクトル要素をランダムに取り除くカッ
トオフなど様々なデータ拡張の手法により正例データを生成している。また、NLIデータセットに
おける entailmentラベルや contradictionラベルの文ペアをそれぞれ正例ペア、負例ペアとして利
用する手法も提案されている [79, 80]。

SimCSE、Mirror-BERT [80, 81]では、BERTに基づく汎用言語モデルのTransformer層の内部
にある dropout [82]のランダム性のみ異なるエンコーダから得られる二文の文表現を正例として
いる。特に SimCSEでは STSやNLIデータセットを一切利用しない教師なしの設定で発表当時の
state of the artの性能を大幅に更新している。

4.2.5 文表現の評価
本節では文表現を評価するタスクについて解説する。

Semantic Textual Similarity

Semantic Textual Similarity (STS)タスク [59]とは二文が与えられた際にその文の意味的な等
価性を評価するタスクである。このタスクでは二文の意味的な類似度として STS値と呼ばれる 0

（意味が全く異なる）から 5（意味が等価である）までの離散値が与えられる。このタスクを用い
てモデルを評価する際は、モデルが出力した二文の文表現におけるコサイン類似度などの値と人間
がアノテーションした STS値のピアソンやスピアマンの相関係数を計測する。この相関係数が高
いほど、より人間の直感に近い文の意味が表現に埋め込まれていると言える。

STS-Benchmark (STS-B) [59]の実際の例を表 4.2に示す。一つ目の例における “Three men are

playing chess.”と “Two men are playing chess.”とは “Three”と “Two”とが異なるのみである
が、STS値は低く 2.6となっている。それに対し二つ目の例では “A plane is taking off.”と “An

air plane is taking off.”は “A plane”と “An air plane”が異なるが、この二つの単語の意味は全
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く同じ意味であるため、STS値は 5.0となっている。このように STSでの意味的類似度評価は人
間が判断した値になっており、n-gramに基づいて計算されるような類似度計算手法とは性質が異
なる。
また多言語 STSと呼ばれる、様々な言語の文ペアにおいて文の意味的な等価性を評価するタス
クも提案されており、多言語文表現の評価指標の 1つとして利用されている。

Short Text Clustering

多くの既存研究では STSに関連するタスクを解くことで文表現の有効性を示している。しかし
STSタスクでは文表現が細かい意味的含意や矛盾を推論できるかを確認できるが、より大まかな
カテゴリ構造情報を捉えているかは確認できないと指摘されている [79]。大まかなカテゴリ構造情
報とはすなわち、文表現空間上で似たカテゴリに所属している文は近傍に埋め込まれ、逆に異なる
カテゴリに所属している文は離れた空間に埋め込まれているような状態を表す。
例えば、近年の文表現学習手法で主に利用される NLIデータセットの矛盾ペア（負例）の例と
して “A dog catching a Frisbee”と “A dog eating food”があるが、この 2つの文は意味的に矛盾
していると捉えられるが、より大まかな「犬が何らかの行動をしている」という観点では同じカテ
ゴリに所属する文とも考えらえる。この観点は例えば文表現を文検索などの下流タスクに応用する
上で重要であると考えられる。
大まかなカテゴリ構造情報を評価するタスクとして文をクラスタリングするShort Text Clustering

(STC)が提案されている。Zhangらはトピック別にラベルが付与された文データから得られる文
表現群をK-Means法 [83]によってクラスタリングを行い、Hungarianアルゴリズム [84]によって
クラスタリングの正解率を計算している。
また、この STCの性能（文表現が大まかなカテゴリ構造情報を捉えられるか）と上述の STSの
性能（文表現が文の細かい意味的含意や矛盾を捉えられるか）はトレードオフの関係にあることが
示されている [79]。よって両者のタスクで高性能な文表現を学習することは、汎用文表現を作成す
る上で重要な課題となっている。

対訳コーパスマッチング

多言語文表現を評価するタスクとして対訳コーパスマッチングがある。このタスクでは対訳コー
パスのペアが複数与えられた際に、原言語の文に対応する目的言語の翻訳文の探索を行う。具体的
には原言語のある文の文表現と目的言語の文それぞれに対してコサイン類似度を計測し、最も類
似度が高い文が実際の翻訳文と一致しているかを計測する。このタスクのデータセットとしては
Artetxeら [69]の提案した Tatoebaがあり、英語を原言語、112の言語を目的言語としてそれぞれ
1000文で構成されている。

言語間転移タスク

原言語の教師データで学習したモデルを他の目的言語に適用する言語間転移タスクは多言語文表
現を評価する場合にも用いられる。代表的なデータセットとしては言語間文書分類を行うMLDoc
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図 4.1: EASEにおけるエンティティによる Contrastive learningのイメージ図。 EASEでは Con-

trastive learningのフレームワークに従い、文表現がその文中に登場するハイパーリンクエンティ
ティの表現に近づき、関連しないエンティティ表現とは遠ざかるようにモデルが学習される。ここ
でエンティティ表現は言語を跨ぎ共有されているため、文表現は言語に非依存となることが期待さ
れる。

(3.4.1項を参照）や言語間で自然言語推論タスクを解く XNLI [22]がある。

UniformityとAlignment

Contrastive learningによる表現学習手法を評価する指標として alignmentと uniformityが提案
されている [85]。alignmentは正例ペアのデータ群 pposが与えられた際に、以下の式により正例ペ
アの距離を計測する。

lalign = E
(x,x+)∼ppos

∥f(x) − f(x+)∥2. (4.3)

また、uniformityは表現がどのくらい均等に分布しているかを計測する指標であり、以下の式に
よって表される。

luniform = log E
x,y

i.i.d.∼ pdata

e−2∥f(x)−f(y)∥2

, (4.4)

ここで pdata は与えられたデータの分布を表す。

4.3 提案手法
本節では、Wikipediaから得られる文書とそれらに紐づくハイパーリンクエンティティから文表
現を学習する手法、EASEについて述べる (図 4.1)。
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Sentence Entity

3月 24日 - 宮崎駿監督「千と千尋の神隠し」が
Q155653 (Spirited Away)第 75回アカデミー賞長編アニメ映画賞を受賞。

In 2003, after winning an Oscar for his film Spirited Away,
Q155653 (Spirited Away)Hayao Miyazaki received Le Guin’s approval

but was busy directing Howl’s Moving Castle.”

表 4.3: エンティティ-文データセットの例。

4.3.1 エンティティの処理
Wikipediaの各文においてハイパーリンクが存在する場合、その文とハイパーリンクに対応する
エンティティをエンティティ-文ペアとして抽出する。それらのWikipediaエンティティ（e.g. “東
京大学”、 “University of Tokyo”）は西川ら [62]や李ら [63]の手法に倣い、言語間リンク辞書を用
いてWikidataのエンティティ（e.g. Q7842）に変換する。またこの際に後述するハードネガティ
ブエンティティの構築のため、エンティティの型をWikidataから取得する。実際に構築されたエ
ンティティ-文データセットの例を表 4.3に示す。

4.3.2 エンティティを用いたContrastive learning

文とそれに関連するエンティティのペアデータ D = {(si, ei)}mi=1 が与えられた際、si に対応す
る文表現 si ∈ Rds からそのペアの eiを表すエンティティ表現 ei ∈ Rde を予測する学習を行う。実
際には Chenら [86]の Contrastive learningのフレームワークに従い以下のような目的関数を最
適化する。

lei = − log
esim(si,Wei)/τ∑N
j=1 e

sim(si,Wej)/τ
, (4.5)

ここで、W ∈ Rde×ds は全結合層を表す。
この手法により意味的類似度の高い各言語の様々な文が、共通のエンティティベクトルの近傍に
埋め込まれる。

ハードネガティブの導入

アンカーデータとは区別が難しいデータを負例として導入することで学習を困難にするハード
ネガティブの有効性がいくつかの研究で示されている [80, 87]。Wikipediaから得られるエンティ
ティ情報をさらに活用するために以下の二つの条件を満たすエンティティをハードネガティブエン
ティティとして導入した。

• 正例エンティティと同じ型を持つ

• 正例エンティティと同じWikipediaのページ上に現れない
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これらのハードネガティブエンティティ（e.g. “Ken Hirai”）は正例エンティティ（e.g. “Kyary

Pamyu Pamyu”）と同じ型（e.g. “human”）であるため、エンティティ表現上では類似度の高いベ
クトルで表される。しかし同じWikipediaのページ上に現れないため実際には関連性が薄い場合が
あり、これらを正例エンティティと区別することでより細かい意味の違いを捉えた文表現が学習さ
れることが期待される。ハードネガティブエンティティe−を含むデータセットD = {(si, ei, e

−
i )}mi=1

が与えられた際、ハードネガティブを導入した目的関数は以下のとおりである。

lei = − log
esim(si,Wei)/τ∑N

j=1(esim(si,Wej)/τ + esim(si,We−
j)/τ )

, (4.6)

4.3.3 自己教師ありContrastive learning

また、ある入力文の文表現から BERTに基づくモデルの Dropoutノイズのみが異なる文表現を
予測するような自己教師あり Contrastive learningを行う学習の有効性が報告されており [81, 80]、
提案手法ではこの学習を上記のエンティティを用いたContrastive learningと組み合わせることで、
より文の細かい意味を捉えた文表現の学習を目指す。目的関数は以下のようになる。

lsi = − log
esim(si,s

+
i )/τ∑N

j=1 e
sim(si,s

+
j )/τ

, (4.7)

以上のエンティティを用いた Contrastive learningと自己復元学習を組み合わせ、最終的には目
的関数は以下のようになる。

leasei = λlei + lsi (4.8)

ここで le、lsはそれぞれ（4.6）式、（4.7）式で定義した目的関数である。また λはエンティティ
を用いた Contrastive learningと自己教師あり Contrastive learningのバランスを定めるハイパー
パラメータである。

4.4 実験
本節では提案手法である EASEの評価のために行った実験の設定について述べる。実験では複
数言語のWikipediaデータセットを用いて学習する多言語設定と単言語のWikipediaデータセッ
トを用いて学習する単言語設定の 2つの設定で EASEの有効性を検証した。

4.4.1 ベースラインモデル
多言語の設定では汎用多言語モデルであるM-BERT [8]、XLM-R [20]をベースモデルとし、これ
らの事前学習がなされたチェックポイントから提案手法による学習を行った。またGaoらの SimCSE

モデルにおいて同じ複数の言語データセットで学習したモデルとも比較した。単言語の設定では
汎用言語モデル BERT [8]、RoBERTa [88]をベースモデルとし、これに対して提案手法を適用さ
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せた。さらに教師なしで文表現を学習する既存手法として単語分散表現の代表的なモデルである
Glove embeddinng [89]や、近年の Contrastive learningに基づく state of the artの教師なし文表
現モデルである SimCSE [80]、CT [90]、DeCLUTR [91]と比較した。

4.4.2 学習データ
実験では 2019年 1月版のWikipediaを用い、polyglot14ライブラリにおける文トークナイザに
より文章を文に分割した。分割した各文におけるハイパーリンクからエンティティを抽出する際は
ハイパーリンクとして 10回以上Wikipediaデータに登場するエンティティに絞り、さらにそれら
を言語間リンク辞書において対応するWikidataエンティティに変換した。
また、エンティティの型を抽出する際はXiongらの研究 [92]に倣い、Wikidataの “instance of”

の項目から抽出した。この際、複数の型が得られる場合はランダムに 1つサンプリングした。正例
エンティティに対して型が同じであり、同じページ上のハイパーリンクエンティティとして登場し
ないエンティティの中からランダムに 1つサンプリングしたエンティティをハードネガティブエン
ティティとして用いた。
多言語の設定では実験に用いる多言語 STSデータセットと 後述するMewsC-16データセットの
両方に存在する 18の言語（アラビア語、カタルーニャ語、チェコ語、ドイツ語、英語、エスペラン
ト、スペイン語、ペルシア語、フランス語、イタリア語、日本語、韓国語、オランダ語、ポーラン
ド語、ポルトガル語、ロシア語、スウェーデン語、トルコ語）のWikipediaからエンティティ-文
データをそれぞれ抽出し、各言語からそれぞれ 5万データをランダムにサンプリングした。また、
単言語の設定では同じ版の英語のWikipediaからエンティティ-文データを 100万件サンプリング
した。

4.4.3 Semantic Textual Similarity

多言語 STSのデータセットとして STS2017 [59]に含まれるEN-EN、AR-AR、ES-ES、EN-AR、
EN-ES、EN-TRペアを利用した。それらに加えて、Reimersら [70]が Google翻訳によって作成
した EN-FR、EN-DE、EN-IT、EN-NLペアも利用した。
また、英語の STSデータセットとしてベンチマークとして頻繁に用いられている 7つの STSデー
タセット（STS 2012–2016 [93, 94, 95, 96, 97]、STSBenchmark [59]、 SICKRelatedness [98]）を
利用した。

Gaoら [80]の設定に倣い全ての STSタスクでは文表現から直接コサイン類似度を計測し、相関
の計測にはスピアマンの順位相関係数を用いた。さらに STS各データセット内で全体の STS値と
コサイン類似度から相関係数を計測する “all”の設定を採用した。

4.4.4 Short Text Clustering

提案手法による多言語文表現が大まかなカテゴリ構造情報が埋め込まれているかを確認するた
め、多言語 Short Text Clusteringのデータセットを構築した。

14https://polyglot.readthedocs.io/en/latest/Tokenization.html
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Language Sentences Labels

ar 2,243 11

ca 3,310 11

cs 1,534 9

de 6,398 8

en 12,892 13

eo 227 8

es 6,415 11

fa 773 9

fr 10,697 13

ja 1,984 12

ko 344 10

pl 7,247 11

pt 8,921 11

ru 1,406 12

sv 584 7

tr 459 7

表 4.4: MewsC-16データセットの統計値

このデータセットの構築のためにWikinewsからトピックごとに文を収集した。具体的には英語版
Wikinewsのテーマ別記事一覧ページ15にあるカテゴリ名から複数言語にリンクが存在する 13件の
カテゴリ名（Science and technology, Politics and conflicts, Environment, Sports, Health, Crime

and law, Obituaries, Disasters and accidents, Culture and entertainment, Economy and business,

Weather, Education, Media）を選択しクラスタのラベルとした。各言語においてこの英語ラベルに
対応するラベルに所属するページを収集した。次に各ページのテキストに対して Wikiextractor16

を用いて整形を行った後に polyglot 文トークナイザにより文分割を行った。文書中の最初の文が
記事の全体の意味をよく表すトピックセンテンスになっていると仮定 [99, 100]し、最初の文を利
用した。。最終的に得られたデータセットの統計値を表 4.4に示す。
また単言語の設定では Zhangらの研究 [79]で利用されている 8つの short text clusteringデー
タセットを用いる。このデータセットはニュース記事やツイートなど幅広いドメインを含むテキス
トクラスタリングデータセットである。データセットの統計値を表 4.5に示す。
実験では Zhangらの設定 [79]に倣い、K-Means [83]により文表現に対してクラスタリングを行
い、Hungarianアルゴリズム [84]によりクラスタリングの正解率を計算した。異なるシード値で
3回実験を行い、その平均正解率を示す。

15https://en.wikinews.org/wiki/Category:News_articles_by_section
16https://github.com/attardi/wikiextractor
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Dataset Datasize Label Category

AgNews (AG) 8K 23 4

StackOverflow (SO) 20K 8 20

Biomedical (Bio) 20K 13 20

SearchSnippets (SS) 12K 18 8

GooglenewsTS (G-TS) 11K 28 152

GooglenewsS (G-S) 11K 22 152

GooglenewsT (G-T) 11K 6 152

Tweet (Tweet) 5K 8 89

表 4.5: Short Text Clusteringデータセットの統計値

4.4.5 対訳コーパスマッチング
さらに EASEによる多言語文表現の汎用性を確かめるために対訳コーパスマッチングタスクで
の評価を行った。Tatoebaデータセットにおいてクエリとなる英語文（もしくは目的言語の文）の
文表現と最もコサイン類似度の高い目的言語（もしくは英語）の文を抽出し、その文がクエリ文の
翻訳文と一致しているかの正解率を計測した。

4.4.6 言語間転移タスク
提案手法による多言語文表現を特徴量として用いた言語間転移学習が可能かを調査するため、ゼロ
ショット言語間文書分類タスクであるMLDocを用いた評価を行った。具体的には英語学習データを用
いて多言語文表現モデルから得られる文表現を入力の特徴量とする一層の全結合層からなる線形分類
器を学習する。その分類器を用いて各言語のテストデータにおける性能を検証する。データとしては
MLDocで提供されている 1000文の英語データが含まれる english.train.1000と english.dev

をそれぞれ学習データ、検証データとして用い、その他の言語のテストデータで評価を行った。な
お、全てのモデルで検証データにてバッチサイズ ∈ {32, 64, 128}と学習率 ∈ {0.1, 0.01, 0.001}の
ハイパラーパラメータ調整を行っている。

4.4.7 Wikipedia2vec

提案手法ではWikidataエンティティ表現は事前に学習したエンティティ表現で初期化した。具
体的にはオープンソースWikipedia2Vec [23]を利用し、2019年 1月版の英語Wikipediaからベク
トルの次元をベースモデルの隠れ表現と同じ 768と設定し、その他はデフォルトの設定で学習した。
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Pooler SimCSE EASE

[CLS]

w/ MLP 63.0 65.0

w/ MLP (train) 72.0 73.3

w/o MLP 72.0 73.4

mean pooling 72.1 73.8

表 4.6: 多言語設定の SimCSE、EASEにおける異なるプーリング手法の比較。結果は STS-Bと
SICK-Rの検証データにおけるスピアマンの相関係数の平均を表す。

Model Batch size Learning Rate τ λ

SimCSE-mBERTbase 128 3e-05 - -

SimCSE-XLM-Rbase 128 3e-05 - -

EASE-BERTbase 64 3e-05 100 0.01

EASE-RoBERTabase 128 5e-05 100 0.01

EASE-mBERTbase 256 5e-05 10 0.01

EASE-XLM-Rbase 64 3e-05 10 0.01

表 4.7: ハイパーパラメータの値。

4.4.8 詳細設定
EASEは事前学習済み汎用言語モデルがライブラリとして提供されている transformers17の実
装を拡張する形式で PyTorchにより実装した。
文表現を EASEもしくは SimCSEから獲得する際のプーリングの手法は、多言語の設定では最
終層の隠れ表現の各トークンの平均を利用するmean pooling、単言語の設定ではGaoら [80]に倣
い [CLS]トークンに対応する最終層の隠れ表現を用いた。なお、多言語の設定におけるプーリング
の手法は、検証データにおいて他のいくつかの 手法と比較し最も良い結果であったmean pooling

を採用している (表 4.6)。
多言語設定においては検証データとして STS-B、SICK-Rを用い、それらのスピアマンの順位
相関係数の値の平均値を基準にハイパーパラメータを調整した。また、単言語の設定では検証デー
タとして STS-Bを用いた。250学習ステップごとに検証データにおける各評価指標の値を計算し、
最も値が高いチェックポイントのモデルを最終的にテストデータで推論を行うモデルとした。
この際、検証データにおいてEASEモデルでは温度付きSoftmax関数における温度 τ ∈ {100, 10, 1}
とエンティティを用いたContrastive learningと自己教師あり学習のバランスを定めるλ ∈ {0.01, 0.01, 1}
のグリッドサーチを行っている。また全てのモデルにてバッチサイズ ∈ {64, 128, 256, 512}と学習
率 ∈ {3e− 05, 5e− 05}のグリッドサーチを行っている。実際に選択されたハイパーパラメータの
値を表 4.7に示す。

17https://huggingface.co/docs/transformers/index
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Model EN-EN AR-AR ES-ES EN-AR EN-DE EN-TR EN-ES EN-FR EN-IT EN-NL Avg.

mBERTbase(avg.) 54.4 50.9 56.7 18.7 33.9 16.0 21.5 33.0 34.0 35.3 35.4

SimCSE-mBERTbase 77.7 63.7 77.4 25.8 53.9 28.7 43.8 48.9 52.2 50.4 52.3

EASE-mBERTbase 79.3 62.8 79.4 31.6 59.8 26.4 53.7 59.2 59.4 60.7 57.2

XLM-Rbase(avg.) 52.2 25.5 49.6 15.7 21.3 12.1 10.6 16.6 22.9 23.9 25.0

SimCSE-XLM-Rbase 79.6 64.2 80.8 29.3 58.8 38.9 44.3 55.2 49.0 59.1 55.9

EASE-XLM-Rbase 80.6 65.3 80.4 34.2 59.1 37.6 46.5 51.2 56.6 59.5 57.1

表 4.8: STS2017の STS値と文表現のコサイン類似度のスピアマンの順位相関係数

Model ar ca cs de en eo es fa fr ja ko pl pt ru sv tr Avg.

mBERTbase (avg.) 27.0 27.2 44.3 36.2 37.9 25.6 41.1 35.0 25.9 44.2 31.0 35.0 30.1 23.4 28.9 34.9 33.0

SimCSE-mBERTbase 30.1 26.9 41.3 32.5 37.3 27.2 36.2 36.9 29.0 48.9 33.9 37.6 37.9 27.1 26.9 35.3 34.1

EASE-mBERTbase 31.9 29.6 38.8 38.5 30.2 34.5 37.2 36.7 30.4 49.3 36.2 40.0 41.0 27.0 30.5 44.7 36.0

XLM-Rbase (avg.) 26.0 24.7 28.2 29.4 23.0 23.5 22.1 36.6 23.6 38.8 22.0 24.2 32.8 18.0 33.2 26.0 27.0

SimCSE-XLM-Rbase 24.6 26.3 34.6 28.6 33.4 31.7 32.9 35.9 29.1 41.1 31.1 33.1 30.0 26.0 32.9 37.2 31.8

EASE-XLM-Rbase 25.3 26.7 43.2 37.0 34.9 34.2 37.2 42.4 32.0 46.0 32.8 41.6 33.4 31.3 27.2 41.8 35.4

表 4.9: MewsC-16における多言語クラスタリングの各言語の正解率

4.5 実験結果
4.5.1 多言語設定の結果
まず、多言語設定における実験の結果について述べる。
表 4.8に多言語 STSの結果を示す。実験結果から EASEは、全ての言語対にてそれらのベース
モデルであるmBERT、XLM-Rを大幅に超える平均性能を発揮し、mBERTでは 35.4から 57.2、
XLM-Rでは 25.0から 57.1の向上を確認した。さらに教師なし手法の代表的な手法である SimCSE

よりも EASEは平均的に高い性能を発揮することが確認された。
表 4.9に多言語STCの結果を示す。多言語STCにおいてもEASEはベースモデルであるmBERT、

XLM-Rを超える性能を発揮し、特に EASE-XLM-Rは XLM-Rから 8.4%の正解率の向上を達成
した。さらに EASEは多言語 STSと同様に SimCSEよりも平均的に性能が高いことが確認され
た。これらの結果は EASEによる文表現が多言語の細かい意味的含意や矛盾を推論できると同時
に、より大まかなカテゴリ構造情報を捉えていることを示している。
表 4.10に対訳コーパスマッチングの結果を示す。このタスクにおいては EASEはそれらのベー
スモデルや SimCSEと比較し、大幅な性能の向上が確認された。特に en → xxでは EASEの平均
正解率が SimCSEと比較しそれぞれmBERTで 37.7%から 54.2%、XLM-Rで 62.9%から 67.5%

まで向上しており、他の多言語タスクと比較するとこのタスクでは特に目覚ましい性能の向上を達
成している。対訳コーパスマッチングは STSや STC、言語間転移タスクと比較すると、より直接
的に同じ意味を持つ異なる言語の文が文表現上で近傍に存在するかを計測するタスクであり、この
実験の結果は EASEの学習がそのような言語間で意味的に類似した文を紐付けることに特に秀で
ていることを示唆している。
表 4.11 に MLDoc における言語間文書分類の結果を示す。このタスクにおいては平均的には

EASE はそれらのベースモデルを超える性能を発揮しており、特に EASE-mBERT は mBERT

と比較すると 63.7%から 69.5%まで正解率が向上している。また SimCSEモデルに注目すると
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Model
ar ca cs de eo es fr it ja ko nl pl pt ru sv tr Avg.

en → xx

mBERTbase(avg.) 17.8 44.6 29.6 59.6 12.0 52.4 50.8 45.7 38.0 33.8 53.2 37.5 54.7 49.1 39.7 27.8 40.4

SimCSE-mBERTbase 14.8 42.5 25.6 52.8 18.7 49.3 48.8 46.1 41.2 27.9 46.4 31.5 47.2 46.1 39.9 24.9 37.7

EASE-mBERTbase 29.3 63.0 43.0 72.4 25.7 65.4 65.9 61.6 58.9 45.2 66.8 52.5 65.0 61.8 55.7 35.2 54.2

XLM-Rbase(avg.) 9.1 9.1 11.4 41.8 3.5 35.5 26.3 19.9 13.7 16.7 42.1 18.2 34.5 36.2 39.3 11.5 23.1

SimCSE-XLM-Rbase 35.1 58.5 54.0 77.4 46.6 70.0 69.3 67.3 56.8 53.9 70.6 64.3 77.4 71.8 73.2 60.9 62.9

EASE-XLM-Rbase 39.3 63.0 59.0 85.5 53.7 74.3 73.4 69.0 67.0 58.8 76.4 68.6 79.8 75.1 77.0 60.7 67.5

xx → en

mBERTbase(avg.) 23.4 53.8 36.0 65.9 12.3 62.9 60.3 55.8 39.1 32.4 56.3 42.8 62.3 53.7 51.8 32.4 46.3

SimCSE-mBERTbase 19.5 55.0 35.3 61.6 20.3 60.6 57.1 54.3 42.0 33.7 57.8 42.1 59.1 51.8 49.6 29.4 45.6

EASE-mBERTbase 34.9 70.0 52.4 75.9 26.5 74.7 67.5 68.9 59.4 48.4 71.5 58.3 73.1 67.0 63.0 41.0 59.5

XLM-Rbase(avg.) 11.4 21.4 21.5 57.4 11.5 37.2 35.3 31.3 16.3 21.9 48.3 29.9 49.4 38.6 46.2 24.2 31.4

SimCSE-XLM-Rbase 39.7 65.5 61.1 82.3 51.9 74.4 72.3 71.4 59.9 54.3 75.6 70.0 79.7 73.8 76.2 66.1 67.1

EASE-XLM-Rbase 45.8 67.2 68.6 88.8 58.4 77.5 74.8 72.6 69.4 62.2 79.4 75.2 81.3 77.8 81.4 61.1 71.3

表 4.10: Tatoebaデータセットにおける対訳コーパスマッチングの正解率

Model en (dev) de es fr it ja ru zh Avg.

mBERTbase (avg.) 89.5 68.0 68.1 70.6 62.7 61.2 61.5 69.6 65.9

SimCSE-mBERTbase 88.4 62.3 73.2 78.2 64.3 63.7 61.3 75.0 68.3

EASE-mBERTbase 89.0 69.9 69.2 80.1 66.8 62.8 64.4 73.2 69.5

XLM-Rbase (avg.) 90.9 82.7 79.8 72.1 72.5 71.1 69.6 71.4 74.2

SimCSE-XLM-Rbase 90.7 74.9 74.1 81.5 70.3 71.7 70.1 76.6 74.2

EASE-XLM-Rbase 90.6 77.9 75.6 83.9 72.6 72.8 71.1 81.6 76.5

表 4.11: MLDocデータセットにおける言語間文書分類タスクの正解率

SimCSE-mBERTはEASE-mBERTにわずかに勝る結果が観測されたが、SimCSE-XLM-Rはベー
スモデルの XLM-Rとおおよそ変わらない性能になっており、一貫した性能の向上は確認されな
かった。
以上の多言語タスクにおけるいくつかの結果は EASEにおけるエンティティの言語非依存性を
活用した多言語文表現の学習が有効であることを示唆している。

4.5.2 単言語設定の結果
次に、単言語設定における実験の結果について述べる。
表 4.12に英語 STSの結果を示す。全体としては既存の教師なし学習による文表現学習手法と比
較すると EASEが最も高い相関係数を達成している。しかし、既存の state of the artの手法であ
る SimCSEと比較すると平均性能は BERTで 0.6ポイント、RoBERTaで 0.3ポイントとわずか
な改善に留まっており、タスク別に見ても一貫して SimCSEより EASEの性能が優れているわけ
ではなかった。本手法におけるエンティティによる Contrastive learningはエンティティを軸に関
連する様々な文をエンティティ表現上に埋め込む手法であるため、似た意味を持つ文の文表現を近
づける効果は期待されるが、文の細かい意味的矛盾を推論する効果は期待されない。さらに多言語
設定のように文表現を言語非依存にすることもないため、STSでは特に大きな改善が観測されな
かったと考えられる。
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Model STS12 STS13 STS14 STS15 STS16 STS-B SICK-R Avg.

GloVe embeddings (avg.) 55.1 70.7 59.7 68.3 63.7 58.0 53.8 61.3

BERTbase (avg.) 30.9 59.9 47.7 60.3 63.7 47.3 58.2 52.6

BERTbase (first-last avg.) 39.7 59.4 49.7 66.0 66.2 53.9 62.1 56.7

BERTbase-flow 58.4 67.1 60.9 75.2 71.2 68.7 64.5 66.6

BERTbase-whitening 57.8 66.9 60.9 75.1 71.3 68.2 63.7 66.3

IS-BERTbase
♡ 56.8 69.2 61.2 75.2 70.2 69.2 64.3 66.6

CT-BERTbase 61.6 76.8 68.5 77.5 76.5 74.3 69.2 72.1

SimCSE-BERTbase 68.4 82.4 74.4 80.9 78.6 76.9 72.2 76.3

EASE-BERTbase 72.8 81.8 73.7 82.3 79.5 78.9 69.7 76.9

RoBERTabase (avg.) 32.1 56.3 45.2 61.3 62.0 55.4 62.0 53.5

RoBERTabase (first-last avg.) 40.9 58.7 49.1 65.6 61.5 58.6 61.6 56.6

DeCLUTR-RoBERTabase 52.4 75.2 65.5 77.1 78.6 72.4 68.6 70.0

SimCSE-RoBERTabase 68.7 82.6 73.6 81.5 80.8 80.5 67.9 76.5

EASE-RoBERTabase 70.9 81.5 73.5 82.6 80.5 80.0 68.4 76.8

表 4.12: 英語 STSデータセットにおけるの STS値と文表現のコサイン類似度のスピアマンの順位
相関係数

Model AG Bio G-S G-T G-TS SO SS Tweet Avg.

GloVe embeddings (avg.) 83.2 30.7 59.0 58.3 67.4 29.9 70.4 52.1 56.4

BERTbase (avg.) 79.8 32.5 55.0 47.0 62.4 21.7 64.0 44.6 50.9

CT-BERTbase 79.2 38.7 65.5 60.7 69.8 67.9 55.5 55.2 61.6

SimCSE-BERTbase 74.4 34.3 59.5 57.8 64.4 49.6 64.3 52.1 57.1

EASE-BERTbase 85.8 36.2 60.5 60.4 67.0 68.1 71.7 54.8 63.1

RoBERTabase (avg.) 66.5 26.6 47.9 42.8 58.3 16.7 30.0 38.6 40.9

DeCLUTR-RoBERTabase 80.7 41.0 65.2 60.5 69.6 32.9 73.6 56.8 60.0

SimCSE-RoBERTabase 69.8 37.3 60.0 58.0 66.6 69.3 48.3 50.0 57.4

EASE-RoBERTabase 69.4 39.3 60.7 57.7 66.3 73.9 49.4 51.8 58.6

表 4.13: 英語 STCデータセットにおけるクラスタリングの正解率

表 4.13に英語 STCの結果を示す。全体として、EASE-BERTは既存の教師なし学習による文
表現学習手法と比較すると最も高い正解率を達成しており、既存の最も正解率の高いCT-BERTと
比較しても 2.0%の向上が確認された。また state-of-the-artモデルである SimCSEと比較すると、
BERTでは 57.1%から 63.1%、RoBERTaでは 57.4%から 58.6%と明確な性能の改善が観測され
た。この結果は EASEが大まかなカテゴリ構造情報を捉えた文表現の学習に有効であることを示
唆している。
以上の英語 STS、STCの結果から EASEは state-of-the-artモデルである SimCSEと比較する
と文の細かい意味的含意・矛盾を識別する能力を維持しつつ、より大まかなカテゴリ構造情報を捉
えることが可能な文表現学習だと言える。
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Setting

EASE-BERTbase EASE-RoBERTabase EASE-mBERTbase EASE-XLM-Rbase

STS avg. STS avg. mSTS avg. mSTS avg.

Full model 76.9 76.8 57.2 57.1

w/o self-supervised 65.3 66.1 49.3 53.1

w/o hard negative 75.3 76.1 53.8 52.7

w/o Wikipedia2Vec 73.8 76.3 52.1 54.3

w/o all (vanilla model) 31.4 43.6 35.4 25.0

表 4.14: Ablation study

4.6 分析
4.6.1 Ablation study

本項ではEASEモデルを構成する各要素の性能へどの程度寄与しているかを調査した。具体的には
今回の実験で学習した4つのモデル（EASE-BERTbase、EASE-RoBERTabase、EASE-mBERTbase、
EASE-XLM-Rbase）に対して、（1）自己教師あり Contrastive learning の目的関数を利用せず学
習したモデル（w/o self-supervised）（2）hard negative を利用せず学習したモデル（w/o hard

negative）、（3）Wikipedia2Vecによる初期化を行わず学習したモデル（w/o Wikipedia2Vec）、（4）
全ての要素を取り除いたモデル（vanilla model） 18の 4つを 4.4.3項と同様に STSの評価値で比
較した。
結果を表 4.14に示す。まず全ての要素を用いて学習したFull modelと比較すると、いずれの要素

を取り除いても性能が低下していることがわかり、全ての要素が性能に寄与していることが確認され
た。興味深い点としてエンティティのContrastive learningのみを行った設定（w/o self-supervised）
においてもモデルは vanilla modelより大幅に性能が向上している。特に多言語設定における性能
への寄与は著しく、XLM-Rに関しては 25%から 53.1%まで向上している。この結果は複数の異
なる言語の似た意味を持つ文を共通のエンティティベクトルに近づける埋め込むエンティティの
Contrastive learningが多言語文表現学習に有効であることを裏付けている。

4.6.2 UniformityとAlignment

提案手法である EASEが何故ベースモデルの性能を改善させたかについて調査するため、align-

mentと uniformity を計測した。具体的には単言語設定における BERTとそれに基づく EASE、
SimCSEモデルの各モデルにて STS-Bの検証データにおける alignmentと uniformityを算出した。
さらに多言語設定においても 4.4.3節で扱った多言語 STSデータセットを用いて mBERTとそれ
に基づく SimCSE、EASEにおける alignmentと uniformityを計測した。なお、このデータセッ
トにおいては各言語ペアの alignmentと uniformityの平均スコアを算出している。
図 4.2 にその結果を示す。SimCSE と EASE はベースモデルと比較すると全ての言語ペアで

uniformityの大幅な改善に成功していることがわかる。すなわちどちらの学習もベースラインと比

18このモデルは事前学習済み汎用言語モデルに対して一切ファインチューニングを行っていない状態で提案手法と同じ
pooler により文表現を獲得するモデルである。
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図 4.2: alignmentと uniformityのプロット図。左側が単言語設定、右側が多言語設定を表す。

較し文表現をより均等に分布させることに成功している。次に SimCSEと EASEを比較すると、
EASEは alignmentにおいては SimCSEより良い数値だが、uniformityにおいては劣る数値であ
ることが観測された。この結果はエンティティを用いた Contrastive learningは文表現を均等に分
布させる効果はあまりないが、意味的に類似した意味を持つ文の文表現を近づける効果はあり、こ
れにより文表現が改善された可能性を示唆している。

4.6.3 教師ありモデルへのEASEの適用
大規模な対訳コーパスで学習された既存の多言語文表現モデルは学習に用いた資源には含まれ

ていない言語に対しては性能を発揮できない場合がある。例えば LaBSEモデルは約 60億対の対
訳コーパスを用いてモデルの学習を行うが、対訳コーパスに含まれていないカビル語に対しては
Tatoebaにおける対訳コーパスマッチングで 5%未満の性能しか発揮できない。
一方で EASEでは 300以上の比較的多くの言語で豊富に存在するWikipediaテキストコーパス

を活用するため、対訳コーパスや XNLIなど特定のいくつかの 言語でしか構築されていない資源
よりも広い言語にて適用が可能である。したがって EASEによる多言文表現学習は対訳コーパス
による学習ではカバーされていない低資源言語における性能を補う効果が期待される。
この点を検証するため、LaBSEに対してさらに EASEのフレームワークで fine-tuneする実験

を行った。具体的には LaBSEの学習対訳コーパスに含まれていない言語の中で性能が特に低く、
かつWikipediaのデータが存在する 5つの言語（カビル語、パンパンガ語、 コーンウォール語、
ブルトン語、マリ語）において LaBSEと英語+該当低資源言のデータをそれぞれ 5,000ペアずつ
用いて EASEによる fine-tuneを LaBSEに対して行ったモデル（LaBSE + EASE (en + xx)）の
Tatoebaにおける性能を比較した。
この実験の結果を図 4.3に示す。全ての言語群において、LaBSEを EASEにより追加学習を行
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図 4.3: LaBSEモデルを EASEによって fine-tuneした場合の Tatoebaの対訳コーパスマッチング
における両方向の正解率の平均。

うことで性能の改善に成功している。これは LaBSEが約 60億対の対訳コーパスで既に学習され
ていることを考慮すると驚くべき結果である。この結果は特に対訳コーパスが少ない低資源言語に
おいて、EASEによるWikipediaを活用した学習を対訳コーパスを用いた多言語文表現モデルと
組み合わせることで高性能な多言語文表現モデルを学習できる可能性を示唆している。

4.7 結論
4.7.1 まとめ
本研究ではWikipedia知識ベースを活用し、文をそれと関連するエンティティを近づけ、関連し
ないエンティティとは遠ざける Contrastive learningによる文表現学習手法、EASEを提案した。
この手法では言語に非依存なエンティティを軸に関連する様々な言語の文を共通のベクトルの近傍
に埋め込まれるため、特に多言語文表現の学習に有効である。実験では単言語設定、多言語設定で
それぞれ EASEによる文表現を学習し、特に多言語の自然言語処理タスクで既存の教師なし文表
現より優れた性能を発揮することが確認された。また、EASEの活用事例として、低資源言語に
おいて既存の教師ありモデル LaBSEの性能を補えることを示し今後の多言語文表現モデルにエン
ティティ情報を組み込んでいくことの有効性を示唆した。

4.7.2 今後の課題
本研究では主に対訳コーパスを用いない設定での、EASEの多言語文表現学習の有用性を示した
が、既存の対訳コーパスなどの言語資源を利用した多言語文表現モデルと比較すると EASEの性能
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は劣る。また、4.6.3節では LaBSEに対して EASEを適用させる実験を行ったが、state of the art

の性能を目指すことを前提として様々な言語資源を活用した最適なモデル構築を行っているわけで
はない。そこで実用性を考慮した高性能な多言語文表現モデルを構築するために対訳コーパスや
XNLIなどの言語資源と、本研究によるWikpediaを活用したエンティティ Contrastive learning

の学習を組み合わせるような手法の探究が今後の展望として考えられる。
また、本研究におけるエンティティの Contrastive learningは、Wikipediaのハイパーリンク情
報から得られるエンティティ-文データセットのような、文と文中のエンティティがアノテーショ
ンされた言語資源でしか学習ができないという制限がある。そこで EASEをより幅広いドメイン
で活用するため、エンティティリンキングシステムにより文からエンティティを抽出することで、
エンティティ-文データセットを生成し EASEの学習を行うことが可能か検証することが今後の展
望として考えられる。
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第5章 おわりに

本論文では、知識ベースを活用した多言語モデルによるゼロショット言語間文書分類タスクと多
言語文表現学習の性能改善を試みた。ゼロショット言語間文書分類における研究では、文書中から
言語に非依存であり文書のトピックを良く捉えるエンティティを抽出し、それらを分類タスクの入
力特徴量として利用する多言語エンティティモデルを提案した。このモデルは複数の言語間文書分
類タスクにおける多くの言語にて既存のモデルと比較し性能の向上を達成した。多言語文表現学習
における研究では、文とその文に関連するエンティティに近づけ、関連しないエンティティとは遠
ざける EASEを提案した。実験では様々な言語処理タスクにて EASEによる文表現を評価し、既
存のモデルと比べ言語に依存せず文の意味を上手く捉えていることが確認された。以上の 2つの研
究は知識ベースが多言語モデルの学習資源として有用であることを示唆している。
本研究で提案したエンティティとテキスト情報のみを用いた多言語モデルの性能は対訳コーパス
やXNLIなどの言語資源を大量に用いて学習した多言語モデルには様々なタスクの性能で劣り、実
用に耐えうる性能であるとは言い難い。とはいえ、エンティティの（1）文書のトピックを捉える
点、（２）低資源言語でも手に入る点は対訳コーパスと差別化できる特徴である。従って今後の展
望としては、エンティティや対訳コーパスを始めとする様々な種類の言語資源を活用し、それぞれ
の強みを活かしたより汎用的な多言語モデルの構築が考えられる。
また、本研究で提案した 2つの多言語モデルは、Wikipediaにデータが存在する言語のみにしか
適用できないという制限がある。しかし、Wikipediaは 2022年 1月現在 300以上の言語で構成さ
れ、その半数以上が 1万記事以上から成り、比較的広い言語で豊富に存在する資源である。19 さら
に、知識ベースは世界中の編集者によって現在も拡張が進められており、低資源言語の充実化に加
えて、新たな言語を追加していく取り組みも行われている。20 従って知識ベースは将来的により幅
広い言語で充実した言語資源になることが考えられ、それに伴い、将来的に本研究における提案モ
デルはより幅広い言語に対して、より高い性能を発揮することが期待される。

19https://meta.wikimedia.org/wiki/List_of_Wikipedias
20https://incubator.wikimedia.org/wiki/Incubator:Main_Page
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